Statistika je věda o sběru a zpracování hromadných údajů
am. Fisher

teorie pravděpodobnosti

Pravděpodobnostní modely – zabývají se procesy, které jsou ovlivněny náhodou

náhoda – zákl. pojem

Popisná statistika – zabývá se elementárními způsoby zpracování hromadných údajů

Matematická statistika = založena na matematickém základu

· úzce spjata s počtem pravděpodobnosti

Ekonomická statistika – společenská věda

věda metodologicky – společenská zabývající se ekonomickými jevy

Zákon velkých čísel

Statistická jednotka – prvek určitého kolektivu; nositel vlastností zkoumaného kolektivu (osoba, zvíře, podnik, farma)

Počet statistických jednotek, obsažených v daném souboru, nazýváme rozsah souboru.

Statistický soubor – tvoří jej jednotky stejného typu; je to konečná neprázdná množina prvků (předmětů, případů, jednotek), které mají z daného hlediska společné vlastnosti

jednorozměrný soubor - zjišťujeme-li u každé statistické jednotky pouze jeden statistický znak

dvou a vícerozměrný soubor – zjišťujeme-li u každé statistické jednotky dva nebo více znaků

a zkoumáme-li současně jejich vzájemné vztahy, hovoříme o statistických souborech

a) základní – soubor všech jednotek, na něž se vztahuje příslušné statistické zkoumání

b) výběrový – vybrány určitým způsobem ze ZS, požadujeme, aby byl reprezentativní, tzn., aby byl ve zmenšeném měřítku obrazem základního souboru a mohl zastupovat celý základní soubor

V matematické statistice se často setkáváme s konvenčním členěním souborů na:

· malé (s rozsahem menším než 30)

· střední (s rozsahem mezi 30-100)

· velké (s rozsahem větším než 100)

Statistické znaky – vlastnosti statistických jednotek (hmotnost, věk, výška)

= kvantitativní číselné znaky

Pokud na každé statistické jednotce zjišťujeme pouze jeden statistický znak, hovoříme o jednorozměrných statistických souborech. Jestliže na každé statistické jednotce zjišťujeme větší počet statistických znaků a zkoumáme-li jejich vzájemný vztah, hovoříme o vícerozměrných statistických souborech (dvourozměrných, trojrozměrných atd., podle počtu sledovaných znaků u každé jednotky).

Statistické znaky dělíme:

kvalitativní znaky –  jejich jednotlivé obměny se musí popsat slovně nebo definicí např. barva očí, vlasů, stř. škola, pohlaví

a) kvalitativní množný znak – více než dvě obměny

b) alternaticní znak – 2 obměny (např. pohlaví)

kvantitativní znak (lze vyjádřit číselně; charakterizují většinou určitou velikost, množství nebo objem statistické jednotky, údaje o nich se získávají přímým měřením, vážením atd.)

a) nespojité (diskrétní) – nabývají pouze izolovaných většinou celočíselných hodnot např. počet zrn v klasu

b) spojitý -  mohou nabývat libovolných reálných hodnot z určitého číselného intervalu např. výška studenta, tučnost mléka

Kvantitativní znaky budeme označovat velkými písmeny X, Y, Z a jejich jednotlivé obměny odpovídajícími malými písmeny, např. x1, x2 … xn
Etapy statistického zkoumání

Několik etap:

1) statistické zjišťování (šetření)

2) statistické zpracování zjištěných údajů (dat)

3) statistického vyhodnocení (analýzy)

Statistické zjišťování

· získávání neznámých údajů o znacích statistických jednotek

zjišťované údaje mohou být:

a) za určitý časový interval (objem produkce, těžba uhlí)- musí být stanovena rozhodná doba (za rok, čtvrtletí, měsíc)

b) k určitému okamžiku ( stav zásob, počet pracovníků) – rozhodný okamžik (k 31.5.2000)

· dále musí být stanovena doba zjišťování – tj. lhůta v níž musí být zjišťování provedeno, rozsah  zjišťování  - tj. zda bude zjišťování vyčerpávající či výběrové

způsoby statistického zjišťování:

a) přímé pozorování – statistické jednotky přímo pozorujeme a zjišťované údaje získáváme sčítáním, měřením, vážením..

b) dotazování 

expediční -  existují sčítací komisaři a komise

korespondenční -   zpravodajská jednotka sama sdělí požadované údaje na předem stanoveném formuláři

c) odhadem – subjektivním – založeno na subjektivních znalostech statistické jednotky, kdy jde o vyhodnocení kvantitativně vyjádřitelné a měřitelné skutečnosti

d) výkaznictví 

výkaz – předem navržený a schválený formulář, který v pravidelných lhůtách předkládá zpravodajská jednotka nadřízeným orgánům

rozlišujeme:
1) státní

2) rezortní

3) podnikové

· jsou základním zdrojem informací o stavu národního hospodářství na různých úrovních

e) soupisy (cenzy) – nejčastější druh zvláštního statistického zjišťování

Zpracování statistických informací na všech stupních musí začínat kontrolou došlého materiálu

a) formální kontrola – v přezkoušení správnosti početních úkonů

b) logická kontrola – posouzení, zda vykázané údaje svojí výší odpovídají logicky možným mezím, v nichž se mohou pohybovat


metody: třídění až po složité statistické metody

· ručně

· výpočetní technikou

Třídění – původní neuspořádané údaje roztřídit

a) jednostupňové – podle jednoho statistického znaku

b) vícestupňové – podle více statistických znaků najednou

Rozdělení četností

· statistické zpracování ( třídění do rozdělení četností

	xi
	ni  četnost (kolikrát se jev vyskytuje)

	0

1
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	12

21

33


Relativní četnosti v % 
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	Varianta znaku xi
	Četnost
	Kumulativní četnost

	
	absolutní

ni
	relativní

pi
	absolutní
	relativní

	x1

x2
…

xk
	n1

n2

….

nk
	p1

p2

…

pk
	n1

n1 + n2
…
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[image: image9.wmf]Kumulativní četnosti – prosté načítání

a) relativní

b) absolutní

intervalové rozdělení četností – spojitý statistický znak, který může nabývat velkého počtu nejrůznějších obměn ( např. „ počet odpracovaných hodin“)

1) variační rozpětí souboru 
R = xmax - xmin
2) rozdělíme na určitý počet intervalů
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Sturgesovo pravidlo

3) velikost rozpětí intervalů
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Statistické grafy

a) spojnicové a sloupkové grafy

· polygon četností  - lomená čára, která vznikne spojením středů horních stran jednotlivých rovnoběžníků histogramu

poloha vrcholu je u rozdělení četností velmi důležitá. Tato obměna se nazývá modus (x)- definuje se jako nejčetnější hodnota znaku ( je tedy hodnotou nejtypičtější pro daný soubor), extrémně vysoké nebo extrémně nízké

· histogram četností – sloupkový graf vytvořený pravidelnými rovnoběžníky, jejichž základny mají délku zvolených intervalů a jejichž výšky mají velikost příslušných třídních četností

b) bodové grafy

· slouží k znázorňování závislosti mezi dvěma kvantitativními znaky (např. průběh časové řady)

· vodorovná osa je stupnicí pro hodnoty kvantitativního znaku xi
c) výsečové grafy

d) graf STEM-and-LEAF (stonek s listy, číslicový dendogram)

e) krabicový graf
Základní soubor, náhodný výběr

Základní soubor – soubor všech statistických jednotek, na něž se vztahuje příslušné statistické zkoumání. Základní soubory mohou být konečné i nekonečné (v tom smyslu, že lze za stále stejných podmínek pozorování nepřetržitě opakovat). S nekonečnými základními soubory se budeme setkávat především u experimentálních výzkumů, kdy se zajímáme nejen o to, jaké výsledky jsme obdrželi v daném konkrétním experimentu, ale kdy nás zajímají především výsledky hromadné realizace zkoumaného procesu (např. technologického apod.). 

V některých případech bývá studium statistických jednotek spojeno s jejich poškozením či zničením (např. zkoumání životnosti výrobků, trhací zkoušky) a výsledky, jež by byly takovým způsobem získány ze základního souboru, by pak pochopitelně ztratily smysl. Z těchto důvodů není možné provést úplné zjišťování, a proto zkoumáme základní soubor prostřednictvím tzv. výběrového souboru (tzn. statistických jednotek, jež byly ze základního souboru podle určitých zásad vybrány).

Od výběrového souboru požadujeme, aby byl:

· reprezentativní (aby byl ve zmenšeném měřítku obrazem základního souboru a mohl tedy zastupovat celý základní soubor)

Při pořizování výběrového souboru se v podstatě setkáváme se dvěma základními principy. Jedním je tzv. záměrný výběr, kdy o výběru statistických jednotek do výběrového souboru rozhodujeme subjektivní úvahou na základě nějakých logických důvodů. Jejich nevýhodou je, že vyžadují určité předběžné znalosti o základním souboru a dalším závažným nedostatkem tohoto typu výběru je nemožnost seriozní generalizace.

Druhým typem je princip náhodného výběru, kdy o zařazení určitých statistických jednotek do výběrového souboru rozhoduje pouze náhoda. Náhodný výběr nás plně opravňuje zobecnit induktivní cestou částečné poznatky z výběrového souboru na obecné zákonitosti.

Ze základního souboru o rozsahu N můžeme utvořit
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Provádíme-li volbu výběrového souboru tak, aby každý výběrový soubor o rozsahu n měl 

stejnou pravděpodobnost 
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, že bude vybírán, hovoříme o prostém náhodném výběru, který představuje nejjednodušší typ náhodného výběru.

Náhodný výběr lze realizovat losováním či použitím tzv. tabulek náhodných čísel, které obsahují nahodile zpřeházená pořadová čísla statistických jednotek, jež mají být pojaty do výběru.

Postup: všechny jednotky, které jsou pro výběr k dispozici se po řadě očíslují a do náhodného výběru se zařadí zvolený počet n těch jednotek, jejichž pořadová čísla byla nalezena v tabulkách, počínaje od namátkou zvoleného místa tabulky náhodných čísel. Postupovat se může libovolným směrem.

Prostý náhodný výběr:

· s vracením (vybranou jednotku po provedení šetření statistického znaku opět vrátíme do základního souboru)

· bez vracení

Rozdíl mezi prostým výběrem bez opakování a s opakováním je třeba respektovat pouze při výběrech ze základního souboru malého rozsahu. 

statistické zjišťování – je třeba stanovit rozhodnou dobu, po kterou bude zjišťování prováděno – rozhodný okamžik

Intervaly rozdělení četností

	Intervaly výšky v cm
	ni
	fi

	150-159,9
	27
	ni/n*100


ni – četnost znaků

fi – relativní četnosti

zastoupení intervalů – hodnotou středu intervalu znak: 155, 165, 175, 185

chyba, které se můžeme dopustit = max ½

Kartogramy – pomocí map, výsledek je zakreslen v nějaké mapě

zákonitosti grafu ve statistice – název, popsán

nahradit statistický soubor některými čísly = charakteristiky souboru = zastupují celý soubor

kvantily – při konstrukci charakteristik

= charakteristiky dělící soubor na několik částí

50% kvantil = medián – dělí soubor na 2 stejné části

kvartily – dělí soubor na 4 části

percentely – dělí soubor na 10 částí

moment = charakteristika – momentová nebo kvantilová

Základní charakteristiky

· polohy (střední hodnoty)

· variability

· šikmosti

· špičatosti

Charakteristika polohy – reprezentují vhodnou střední hodnotu daného souboru kolem níž se soustřeďují hodnoty tohoto souboru

- nejznámější charakteristiky dělíme:

1) průměry – počítány ze všech hodnot znaků

2) ostatní střední hodnoty – vybereme 1 hodnotu (podle určitých pravidel), které nám bude soubor nahrazovat

Aritmetický průměr – nejdůležitější charakteristika statistiky

aritmetický průměr prostý
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v případě rozdělení četností – aritmetický průměr vážený
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- lze počítat i z relativních četností
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Výpočet celkového aritmetického průměru z průměru dílčích celků

= vážený aritmetický průměr průměrů dílčích souborů, kde jsou rozsahy dílčích souborů
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Harmonický průměr – aplikován v oblasti indexní analýzy
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Geometrický průměr – aplikace v oblastech časových řad

- počítáme průměrný koeficient růstu
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průměry počítány u všech hodnot znaků

Střední hodnoty – první hodnota zastupuje soubor

Medián = prostřední hodnota znaku v souboru uspoř. podle velikosti

- lichý počet hodnot v souboru = střední hodnota

- sudý počet = průměr střední hodnoty

Modus = hodnota znaku, která se nejčastěji vyskytuje v souboru; lze určit i z intervalového rozdělení četností – modální interval

- pomocí úměry najdeme modus

- v případě extrémních hodnot souboru může být medián a modus lepší než průměr

Charakteristiky variability

· měří rozptýlení hodnot příslušného souboru, tzn. určují rozmezí v němž se výběrové údaje vyskytují

· požadavky – aby vyj. variabilitu jednak ve smyslu odchylek jednotlivých hodnot mezi sebou a zároveň ve smyslu odchylek od něj. střední hodnoty (průměr)

Absolutní char. variability – k hodnocení variability

Relativní char. variability – porovnáváme variabilitu souborů

Variační rozpětí

R= xmax – xmin
orientační charakteristiky variability – měří variabilitu pouze ve smyslu odchylky jednotlivých hodnot

Průměrná odchylka
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= vyjadřuje variabilitu v obou smyslech

- prostý tvar – budeme počítat od ní řady hodnot

Vážená průměrná odchylka (při rozsahu četností)
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Rozptyl 
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definiční tvar
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výpočetní tvar
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= rozptyl v prosté formě – počítáme z řady čísel 

v případě, že počítáme s rozdělením četností použijeme váženou formu
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Vlastnosti rozptylu

· rozdíl konstanty je roven 0

· přičteme-li ke všem hodnotám znaku kostantu, rozptyl se nezmění

· vynásobíme-li všechny hodnoty znaku stejnou konstantou – rozptyl je potom násobkem čtverce této konstanty

· rozptyl součtu dvou proměnných 
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kovarianta xy 
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nedostatky – rozptyl měří variabilitu v jednotkách, které jsou 2mocninou původních jednotek, př. rozptyl výšky studentů (jednotky cm2)

Směrodatná odchylka 
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prostá
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(dostáváme se na původní jednotky)

vážená
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Celkový rozptyl souboru 
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na základě dílčích rozptylů
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průměr dílčích rozptylů
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rozptyl dílčích průměrů
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můžeme použít k analýze:
1. výraz
- variabilita mezi skupinami





2. výraz – variabilita uvnitř skupin

Relativní charakteristiky variability

· porovnáváme ke stejné základně (průměru)

V .. variační koeficient [%]
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- relativní průměrná odchylka
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QR - relativní kvartilová odchylka
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Q – absolutní kvartilová odchylka
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[image: image357.wmf]Doplňkové charakteristiky

1. šikmosti
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2. špičatosti
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Výběrovost – část základního souboru, která je vybraná určeným a předem daným způsobem

Statistické zjišťování

a) vyčerpávající 


- u základního souboru, u všech jednotek

- velké náklady na zjišťování, základní soubor je často nerozpoznatelný

b) výběrové 

- u výběrového souboru

- výběrový soubor – dobrý reprezentant základního souboru, rozsah je z hlediska 

nákladů co nejmenší, dochází ale ke zkreslení; ovlivněno variabilitou statistického 
znaku

Způsob získání výběrového souboru

statistická indukce: výběrový soubor si pořizujeme proto, aby nám zprostředkovaně poskytl informace o celém základním souboru

= problematika odhadů, odhad charakteristik základného souboru na základě výběrového souboru

Metody pořízení výběrového souboru

a) metoda základního masivu

soubor se skládá z několika velkých masivních jednotek a několika malých nevýznamných jednotek ( do základního souboru se zahrnou pouze ty velké ( tvorba úsudku (který je omezen jen na takto vytvářené soubory)

b) metoda záměrného výběru

spočívá v tom, že ho provádí znalec, odborník, jenž na základě svých znalostí vybírá jednotky, které podle jeho názoru budou dobře reprezentovat základní soubor

· názor znalce – subjektivní

· otupení subjektivity: 

1. typický výběr = výběr jednotek, které jsou typické pro soubor

2. kvótní výběr = na základě stanovených kvót (používáme např. u průzkumu veřejného mínění) – požadavky (např. kolik žen, mužů, studentů, důchodců….) aby ve výběrovém souboru bylo stejné rozdělení četností jako v souboru základním 

- snaha vybírat jednotky s vlastnostmi blížícími se k průměru

na základě výběru jsme schopni stanovit odhady, ale ne chybu výběru

c) metoda náhodného výběru

spočívá v rozdělení základního souboru na tzv. výběrové jednotky, které jsou zpravidla totožné se statistickými jednotkami

· o tom, která jednotka se dostane do výběrového souboru rozhoduje náhoda (soubor drobných příčin)

· je možné stanovit objektivní přesné odhady základního souboru a lze stanovit dokonce i chybu odhadu

Počet teorie pravděpodobnosti
uskutečnění určitých podmínek vede k různým výsledkům ( uskutečnění podmínek = náhodný pokus

realizace náhodného pokusu vede k náhodnému jevu = jev, který může, ale nemusí nastat při uskutečnění komplexu základních podmínek, značení: A, B, C, D

rovnocenné jevy
A=B

průnik 2 jevů
A(B

(nastane A i B)

sjednocení jevů
A(B

(nastane alespoň jeden z nich)
rozdíl 2 jevů 

A-B

ke každému jevu existuje jev opačný
A(Ā

mezní jevy = jev jistý, značení V (např. každý den vyjde slunce)

jev nemožný= jev, který nemůže nikdy nastat

Výpočet pravděpodobnosti
· Klasická definice pravděpodobnosti
P(A)= m/n

m . . . 
počet všech možných případů

n . . .
počet případů příznivých pro jev A

lze použít tam, kde může nastat omezený počet možností 

· Statistická definice pravděpodobnosti


pojem : relativní četnost

při dostatečném počtu pokusů se relativní četnost blíží ke skutečné pravděpodobnosti

Vztahy mezi:

náhodnými jevy

P(A(B)= P(A) + P(B) – P(A(B)

neslučitelnými jevy

P(A(B)= P(A) + P(B) 
(průnik je nemožný)

násobení pravděpodobností

podmíněná pravděpodobnost
P(A/B) – pravděpodobnost jevu A za podmínky, že nastal jev B




P(A(B) = P(A/B) * P(B)




P(A(B) = P(B/A) * P(A)

nezávislé jevy


P(A/B) = P(A)






P(B/A) = P(B)




P(A(B) = P(A) * P(B)




P(A(B) = P(B) * P(A)

Vayesovké postupy – využívají podmíněné pravděpodobnosti

Omezení náhodného jevu

- náhodná veličina – kvantitativní charakteristika náhodného jevu

Náhodná veličina (NV) 

· náhodný jev charakterizující výsledky náhodného pokusu kvalitativně (slovně) – nepostačuje – možno charakterizovat kvantitativně

· libovolná kvantitativní charakteristika náhodného pokusu = NV

· proměnná, která nabývá různých hodnot v závislosti na náhodě

· označuje se velkými písmeny X, Y, ….

· Hodnoty, které může nabývat (x1, x2, ….., xn), (y1, y2, ….., yn)

c) Diskrétní NV


- jestliže je množina možných hodnot NV konečná (celočíselná)

d) Spojitá NV

- jestliže NV nabývá všech hodnot určitého intervalu

pro charakterizování NV:

· nutno znát všechny hodnoty, kterých nabývá

· nutno znát pravděpodobnosti s jakými se obměny vyskytují

každý předpis, který určuje vztah mezi možnými hodnotami NV a množinou pravděpodobností výskytu těchto hodnot se nazývá zákon rozdělení NV

3 formy:

1. Řada rozdělení pravděpodobností

· lze použít pouze u diskrétních veličin X(x1, x2, ….., xn)

	xi
	x1
	x2
	x3
	x4
	xn

	PI
	p1
	p2
	p3
	p4
	pn
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graf: polygon rozdělení pravděpodobností

2. Distribuční fce F(x)

· Integrální zákon rozdělení NV

· pro diskrétní i spojité NV

· F(x) = P (X<x)

· základní vlastnosti:

1. F(x) ( (0, 1(
2. F(- () P (x<-() = O
F(+ () P (x<+() = +1
3. F(x) je fce neklesající

4. P(x1 < X < x2) = F(x2) – F(x1)
5. F(x) je fce spojitá zleva

· grafem F(x) pro diskrétní veličiny - schodovitá čára

· grafem F(x) pro spojité veličiny - spojitá fce

3. Hustota pravděpodobnosti

· diferenciální zákon rozdělení, pouze u spojitých veličin

· f(x) = F'(x); F(x)= 
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· pravděpodobnost

· elementární obdélník – 1 strana f(x), 2 strana (x

· vlastnosti

1. f(x) ( 1

2. 
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Číselné charakteristiky NV

· uvedené formy rozdělení pravděpodobnosti NV nám poskytují úplnější informaci o náhodné veličině, informace je ale nepřehledná

· proto se k popisům základních rysů zákona rozdělení NV používá tzv. číslených charakteristik

· v koncentrované podobě vyjadřují v podstatě vlastnosti daného rozdělení

· jsou to: 

1. charakteristiky polohy

2. charakteristiky variability

3. charakteristiky šikmosti 

4. charakteristiky špičatosti 

1. Charakteristiky polohy

· representují střední rozdělení, kolem kterého kolísají při opakování náhodného pokusu hodnoty NV

· střední hodnota E(x)

pro diskrétní NV
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· pro spojité NV
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· modus, medián

2. Charakteristiky variability

číselné vyjádření odchýlení (rozptýlení) jednotlivých hodnot náhodných veličinkolem střední hodnoty

· rozptyl D(x)

pro diskrétní NV
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pro spojité NV
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· směrodatná odchylka ((x)
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Nejčastěji používaná rozdělení náhodných veličin
Alternativní rozdělení A[p]
Náhodná veličina X má alternativní rozdělení s parametrem p, kde 0<p<1, jestliže X nabývá pouze dvou hodnot x = 0 a x = 1,a to s pravděpodobnostmi

P(X = 0) = 1 – p

P(X = 1) = p

0 < p < 1 

Uvažujeme náhodný pokus. Nastane-li sledovaný jev A, nabude náhodná veličina X hodnoty x = 1, nenastane-li tento jev A, nabude náhodná veličina X hodnoty x = 0. Náhodná veličina X tedy vyjadřuje, kolikrát jev A v pokusu nastane

Alternativní rozdělení s parametrem p označíme A[p]. Pravděpodobnostní funkce P(x) rozdělení A[p] napíšeme ve tvaru

P(x) = px (1 – p)1 – x, x = 0,1 , 0 < p < 1

       = 0

jinak

Střední hodnota tohoto rozdělení je 
E(X)= p
a rozptyl
D(X) = p – p2 = p(1 – p)

Př.

Výrobky při výrobním procesu rozlišujeme na dobré (x = 0) a vadné (x = 1)

Nechť platí

P(vyrobený výrobek bude vadný) = P(x = 1) = 0,01

P(vyrobený výrobek bude dobrý) = P(x = 0) = 0,99

Pak náhodná veličina X má rozdělení A[0,01] a její střední hodnota E(X) a rozptyl D(X) jsou rovny

E(X) = 0,01; D(X) = 0,01 . 0,99 = 0,0099
Binomické rozdělení Bi[n;p]
Předpokládejme, že provádíme n nezávislých náhodných pokusů (tj. pokusů, kdy výsledek žádného pokusu neovlivňuje pravděpodobnost výsledků jiných pokusů), při nichž může nastat jev A s pravděpodobností p a nenastat s pravděpodobností q = (1 – p). Pravděpodobnost, že se v takové sérii pokusů objeví jev A x-krát, je dána výrazem
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Protože pravděpodobnosti jednotlivých hodnot x jsou obecným členem binomického rozvoje 
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má dva parametry: n (počet pokusů a p (pravděpodobnost úspěchu v jednom pokusu)
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Pro střední hodnotu a rozptyl náhodné veličiny mající binomické rozdělení platí

E(X) = np


D(X) = npq

Binomické rozdělení je obecně asymetrické

S růstem n (n (() nebo přibližováním p k hodnotě 0,5, se stává postupně symetričtější, při p = 0,5 je již symetrické

Poissonovo rozdělení Po[ 
[image: image58.wmf]l

]
Jestliže je počet pokusů (rozsah výběru) n dosti velký (prakticky stačí n > 30) a pravděpodobnost 

p ( 0 (prakticky p< 0,1), pak binomické rozdělení lze aproximovat Poissonovým rozdělením s parametrem  
[image: image59.wmf]l

= np. Poissonovo rozdělení má pouze jeden parametr  
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kde x =0,1 …. Při psané aproximaci P(x) udává přibližnou pravděpodobnost, že v n nezávislých pokusech se bude jev A vyskytovat x-krát. Přiblížení Poissonova rozdělení binomickému je tím lepší, čím větší je n a čím menší je p

Př.

Tabulka udává některé hodnoty pravděpodobnostních funkcí rozdělení Bi[n,p] a Po[np] pro parametry n = 40 a p = 0,05

	X
	0
	1
	2
	5
	10

	Bi[40;0,5]
	0,12851
	0,27055
	0,27767
	0,03415
	0,00002

	Po[2]
	0,13534
	0,27067
	0,27067
	0,03609
	0,00004


Z tabulky lze zjistit dobrou shodu mezi hodnotami pravděpodobnostní funkce binomického rozdělení Bi[40;0,05] a Poissonova rozdělení [2]. Rozdíly nepřesahují číslo 0,007, což dokládá použití PO[2] pro aproximaci původního rozdělení Bi [40;0,05]
· řídí se jím počet jevů v prostorové jednotce nebo počet událostí v časové jednotce

· střední hodnota E(X) =  
[image: image62.wmf]l

 a rozptyl D(X) =  
[image: image63.wmf]l


Proudem jevů se rozumí posloupnost náhodných jevů, které se realizují v náhodných časových okamžicích určitého časového intervalu ( např. posloupnost poruch  určitého výrobního zařízení během směny)

O poissonovském proudu mluvíme tehdy, jestliže:
a) pravděpodobnost výskytu x jevů během určitého časového intervalu závisí pouze na délce tohoto intervalu a nikoliv na jeho počátku ani na tom, kolikrát jev nastoupil před jeho počátkem

b) výskyt dvou nebo většího počtu jevů během velmi malého časového intervalu je prakticky nemožný

c) jev může nastat v kterémkoliv časovém okamžiku
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, kde  
[image: image65.wmf]l

 je tzv. parametr proudu. Je to průměrný počet jevů, které se vyskytnou v daném časovém intervalu


Př.

Při provozu balícího automatu vznikají během směny náhodné poruchy. Proud poruch lze pokládat za poissonovský. Ze zkušenosti víme, že během směnydochází v průměru ke 2 poruchám. Jaká je pravděpodobnost, že během 24 hodin (třísměnného provozu) nedojde ani jednou k poruše? Protože 
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= 2,  t = 3 a x = 0


[image: image67.wmf]0224787

,

0

!

0

)

3

.

2

(

)

0

(

3

.

2

0

=

=

-

e

P


Hypergeometrické rozdělení H[N; M; n]

[image: image68.wmf]÷

÷

ø

ö

ç

ç

è

æ

÷

÷

ø

ö

ç

ç

è

æ

-

-

÷

÷

ø

ö

ç

ç

è

æ

=

n

N

x

n

M

N

X

M

x

P

)

(

; max (n – N + M, 0) < x < min (M, n)


[image: image69.wmf]N

M

n

X

E

=

)

(





[image: image70.wmf]÷

ø

ö

ç

è

æ

-

-

÷

ø

ö

ç

è

æ

-

=

1

1

)

(

N

n

N

N

M

N

M

n

X

D


Jestliže rozsah N je velký a n a M/N se nemění, blíží se hypergeometrické rozdělení binoickému. To znamená, že pro velká N můžeme zanedbat rozdíl mezi výběrem bez vracení a s vracením. Prakticky při rozhodování postupujeme tak, že vypočítáme tzv. výběrový poměr n/N a je-li tento poměr menší než 0,05, lze hypergeometrické rozdělení nahradit binomickým s parametry n a M/N. Hypergeometrické rozdělení hraje významnou roli při statistické kontrole jakosti v případech, kdy zkoumáme jakost malého počtu výrobků či když kontrola má ráz destrukční zkoušky, tj. výrobek je při zkoušce zničen

Př.

Určitý typ součástek je dodáván v sériích po 200kusech. Při přijímací kontrole je z každé série vybráno 5 výrobků. Série je přijata, jestliže mezi kontrolovanými výrobky není žádný zmetek. Jaká je pravděpodobnost, že série bude přijata, jestliže obsahuje 10 zmetků? Kontrola je přitom prováděna tak, že kontrolovaný výrobek je podroben destrukční zkoušce

Vzhledem k uvedeným skutečnostem má náhodná veličina X = počet zmetků ve výběru 5 výrobků Hypergeometrické rozdělení. Hledáme pravděpodobnost, že náhodná veličina X nabude hodnoty nula. Protože N = 200, M = 10, n = 5 a x = 0
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Normální rozdělení N
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Rozdělení spojité náhodné veličiny
Slouží jako pravděpodobnostní model chování velkého množství náhodných jevů v technice, přírodních vědách i ekonomii

Obecně lze říci, že normální rozdělení je vhodným pravděpodobnostním modelem tehdy, působí-li na kolísání náhodné veličiny velký počet nepatrných a vzájemně nezávislých vlivů
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je střední hodnota, charakterizující polohu tohoto rozdělení
E(X) =  
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 je jeho rozptyl, charakterizující rozptýlení okolo střední hodnoty    D) = 
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Normální rozdělení nabývá zvonovité křivky, která nabývá maxima v bodě x =  
[image: image78.wmf]m

 a při x (+- (se asymptoticky přibližuje k ose x

Tvar distribuční funkce
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náhodnou veličinu X transformujeme na normovanou U
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Zavedeme-li transformaci 
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do hustoty pravděpodobnosti 
[image: image82.wmf](

)

(

)

2

2

2

1

)

(

s

m

p

s

-

-

=

x

e

x

f

 a distribuční funkci


[image: image83.wmf](

)

ò

¥

-

-

-

=

x

t

dt

e

x

F

2

2

2

)

(

2

1

)

(

s

m

p

s

, dostaneme tzv. normované normální rozdělení
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Parametry normovaného rozdělení 

E(U) = 0

D(U) = 1

Hustota pravděpodobnosti je symetrická okolo nulu, platí
F(-u) = 1 – F(u)

Pro kvantity normovaného využití up platí vztah 

up = -u1 – p
Častým úkolem při aplikaci normálního rozdělení je nalézt pravděpodobnost, že náhodná veličina X nabude hodnoty z intervalu x1 až x2. Při hledání této pravděpodobnosti postupujeme takto
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z vlastnosti distribuční funkce pak vyplývá 

P(u1 < U < u2) = F(u2) – F(u1)
Př.

Při kontrole jakosti přebíráme součástku tehdy, jestliže se její rozměr pohybuje v mezích 26-27mm. Rozměry součástek mají normální rozdělení se střední hodnotou 
[image: image87.wmf]m

=26,4 mm a směrodatnou odchylkou 
[image: image88.wmf]s

=0,2 mm. Jaká je pravděpodobnost, že rozměr součástky náhodně vybrané ke kontrole bude v požadovaných mezích? Nejprve stanovme hodnoty normované proměnné
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P(-2 < U < 3) = F(3) – F(-2) = F(3) + F(2) – 1 = 0,99865 + 0,97725 –1 = 0,9756

Hledaná pravděpodobnost je tedy 97,56%. Hodnoty distribuční funkce F(3) a F(2) jsme nalezli v tabulce přílohy 1

Obdobně bychom postupovali, kdybychom hledali pravděpodobnost, že náhodná veličina bude menší než předem zvolené x
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stačí nalézt hodnotu distribuční funkce F(u) pro 
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Logaritmicko – normální rozdělení LN [ 
[image: image93.wmf]2
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Jestliže má náhodná veličina Y = ln X normální rozdělení s parametry 
[image: image94.wmf]m

 a 
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s

, pak náhodná veličina X má logaritmicko-normální rozdělení. Hustota pravděpodobnosti rozdělení má tvar
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 pro x > 0

pro parametry platí
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 = E(Y) = E(ln X)
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= D(Y) = D(ln X)

Střední hodnota a rozptyl
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Pro p-procentní kvantily rozdělení platí
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kde up je p-procentní kvantil normovaného rozdělení

Př.

Stanovme hodnotu distribuční funkce F(x) v bodě x = 5, medián a 90% kvantil rozdělení LN [2;2,25]. Dále určíme střední hodnotu a rozptyl tohoto rozdělení. Pro x = 5 je
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Medián
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a 90% kvantil
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u0,9= 1,281552

střední hodnota a rozptyl rozdělení [2; 2,25] jsou rovny
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Exponenciální rozdělení E [ A; ( ]
Spojitá náhodná veličina X má exponenciální rozdělení, jestliže její hustota pravděpodobnosti má tvar 
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pro x > A


= 0

pro x < A

střední hodnota a rozptyl jsou
E(X) = A + (

D(X) = (2
Distribuční funkce, pomocí které lze vypočítat pravděpodobnost, že sledovaný jev nastane nejpozději v čase x
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pro x > A


= 0

pro x < A 

p-procentní kvantil exponenciálního rozdělení platí

xp = A - (ln(1-p)

Exponenciální rozdělení má značné uplatnění v teorii spolehlivosti a teorii hromadné obsluhy

Př.

Předpokládejme, že doba mezi příjezdy nákladních automobilů s betonovou směsí na stavbu je náhodnou veličinou X, mající exponenciální rozdělení. Minimální doba mezi příjezdy jednotlivých vozidel na stavbu je 5 minut, průměrná doba 10 minut. Jaká je pravděpodobnost, že doba mezi příjezdy jednotlivých vozidel bude menší než 7 minut?

Protože A = 5, 
A + (= 10, tedy  ( = 5


pak je  P(X<7) = F(7) = 
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-rozdělení 
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c

[v]
jsou-li U1, U2, …, Uv nezávislé náhodné veličiny, z nichž každá má normované normální rozdělení N [0; 1], pak součet čtverců těchto hodnot, tj. veličina
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[image: image113.wmf]2

c

má rozdělení s v stupni volnosti. Počtem stupňů volnosti se rozumí počet nezávislých sčítanců

střední hodnota
E(
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) = v,
rozptyl

D(
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) = 2v

pro v > 30 lze kvantily 
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 stanovit pomocí kvantilů normovaného normálního rozdělení podle přibližného vztahu
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Př.

Nalezněte pro v =14 stupňů volnosti kvantily 
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. V tabulce 3 přílohy pro v =14 nalezneme
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Platí tedy

P(
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Rozdělení t (Studentovo) t [v]
Uvažujeme dvě nezávislé náhodné veličiny U a 
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U má normované rozdělení N[0;1] a 
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 má rozdělení s n stupni volnosti


[image: image127.wmf]v

U

t

2

c

=


· počet stupňů volnosti je jediný parametr tohoto rozdělení

pro v (( se rozdělení t blíží normovanému normálnímu rozdělení

v >30  považujeme rozdělení t již za normální

Nejčastěji jsou pro různé pravděpodobnosti p a různé stupně volnosti tabelovány kvantily tp. zpravidla je tato tabelace provedena pouze pro p>0,5 a kvantily tp pro p < 0,5 získáme pomocí vzorce

tp = -t1-p

· často se s tímto rozdělení setkáme v matematické statistice (odhady, testy hypotéz)

Rozdělení F (Fisherovo – Snedecorovo) F[v1;v2]

· dvě nezávislé náhodné veličiny , z nichž prvá má 
[image: image128.wmf]2
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rozdělení s v1 stupni volnosti a druhá má 
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s v2 stupni volnosti
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pro p< 0,5 se kvantily vypočtou ze vztahu
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Náhodný výběr

o tom, která jednotka se dostane či nedostane do výběrového souboru rozhoduje náhoda

e) prostý náhodný výběr

- výběr se stejnými pravděpodobnostmi, všechny jednotky mají stejnou možnost vybrání

f) výběr s nestejnými pravděpodobnostmi

- pokud je to možné, dáváme přednost ad a) – jednodušší výpočet

Technika náhodného výběru

a) losování = "osudí"
b) tabulky náhodných čísel (zapisování čísel z rulety, generátor náhodných čísel v PC) 
c) mechanický (systematický) výběr – z určité náhodně uspořádané posloupnosti vybíráme každou ká-tou jednotku
1. výběr s vracením (s opakováním) – jednotku po výběru vracím zpět ( rozsah základního souboru i pravděpodobnost výběru zůstávají stále stejné
(-) jedna jednotka se může do výběru dostat několikrát
2. výběr bez vracení (bez opakování) – rozsah základního souboru se zmenšuje, pravděpodobnost výběru se zvyšuje pro ostatní jednotky
rozsáhlé soubory – rozdíl mezi způsobem 1 a 2 se maže – je nepravděpodobné, že by se jedna a tatáž jednotka vybrala vícekrát

Speciální typy výběru

1. vícestupňový výběr – výběr provádíme ve více stupních

2. oblastní výběr – 2 stupňový výběr, v 1. stupni vybíráme oblast, ve 2. stupni vybíráme v oblasti jednotky

Plán výběru

· zpracovává se před provedením výběru a zahrnuje techniku provedení a rozsah výběru

Výběrový soubor

· pořizujeme pro získání informací o základním souboru, informace o charakteristikách základního souboru x1, x2, …… xn , na základě výběrového souboru spočítáme výběrové charakteristiky

Vztah mezi základními a výběrovými charakteristikami
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	směrodatná odchylka
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veškeré informace o sledovaném jevu obdržíme ze známého základního souboru

· výběrové charakteristiky ( souvislost mezi základními a výběr. char.

· teoretický soubor výběrových jevů získáme tak, že si za základního souboru pořídíme všechny teoreticky možné výběrové soubory (( mnoho), v každém výběrovém souboru spočítáme výběrový průměr ( teoretický soubor výběrových průměrů
střední hodnota 
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v případě souborů bez vracení
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2 předpoklady
1. výběr z normálně rozděleného základního souboru
– rozdělení souborů výběr. průměrů se bude řídit rozdělením normálů poměrů
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řídí se t-Studentovým rozdělením t(n-1)

- je-li n>30, lze ho nahradit rozdělením normálním

2. máme k dispozici výběr velkého rozsahu

- rozdělení souboru výběrových průměrů se řídí rozdělením normálním

asymetrické soubory – požadujeme několik set jednotek
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v případném výběru velkého rozsahu se tato veličina řídí rozdělením normálním

Technika stat. fce
postup: pořídíme si výběrový soubor, ne jehož základě vypočítáme výběrové charakteristiky a na jejich základě odhadujeme charakteristiky základního souboru

1. Bodový odhad

· vybereme 1 hodnotu, která nám nahradí neznámou charakteristiku základního souboru

Odhad 


· činnost v duchu uvedené definice

· zvolená charakteristika

· charakteristika výběru

Požadavky
· nestrannost – požadavek, aby odhadovaná charakteristika nebyla ani nadhodnocená ani 
podhodnocená;   E(t)=T

· konzistence – s rostoucím rozsahem výběru roste pravděpodobnost, že odhad dá hodnotu blízkou odhadované charakteristice

· vydatnost – nejvydatnější je ta charakteristika, která má nejmenší rozptyl

· postačující důležitost charakteristiky – jestliže shrnuje všechny informace, které poskytuje výběrový soubor

2. Intervalový odhad

stanovíme interval, ve kterém neznámá charakteristika leží s určitou předem známou pravděpodobností

t1, t2 … 2 charakteristiky ( P(t1<T<t2)=1-(   oboustranný interval spolehlivosti
obvykle používáme symetrické intervaly
100 * (1-() %

(1-() …. koeficient spolehlivosti ( aby to mělo smysl, musí být ( malé číslo ( 

(=0,05 ( 95% spolehlivost

(=0,01 ( 99% spolehlivost

jednostranný interval spolehlivosti
P(T<t2) = 1-(
P(t1<T) = 1-(


levo a pravostranný interval spolehlivosti

spolehlivost odhadů – pravděpodobnost, se kterou neznámá charakteristika leží v intervalu

přesnost odhadů – maximální chyba, které se můžeme při odhadu dopustit

Konkrétní odhady

1. 
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aritmetický průměr splňuje všechny podmínky, které jsou kladeny

2. 
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nesplňuje pož. nestrannosti, systematicky podhodnocuje
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odhad rozptylu základního souboru

3. 
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nesplňuje požadavek nestrannosti 
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4. variační koeficient základního souboru
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je-li n>100 ( rozdíl zanedbatelný

TESTOVACÍ KRITÉRIUM
rozhodnutí o platnosti H0 zakládáme na nějakém náhodné výběru, informaci obsaženou  v tomto výběru, shrneme pomocí statistiky T = testové kriterium

= míra nesouhlasu výsledků pokusu s testovanou hypotézou

· veličena vypočítaná z výběrových hodnot

· obecné označení: t

· řídí se nějakým zákonným rozdělením, např. normálním, t - rozdělení

v tabulkách - najdeme kritickou hodnotu t( 

dva obory - kritický obor zamítnutí a obor přijetí: 

1.  t ( t(

- zamítáme nulovou hypotézu ve prospěch hyp. alternativní

2.  t ( t(

- nelze zamítnout nulovou hypotézu (H0)

3.  t = t(
- vypočtená hodnota = tabulkové hodnoty - nelze učinit žádný závěr

t a t( 
- málo se odlišuje od kritiké hodnoty - velmi problematické činit závěr (nebezpečí chybného výsledku) - použili bychom jiné testovací kritérium 

- pro každý konkrétní případ bychom museli určit kritérium

Vývoj: 

STANDARDNÍ TESTY: 

· charakteristický je tím, že u něj umím vypočítat testovací kritérium = standardní parametrické testy

- jsou charakteristické tím, že vyžadují znalost typu rozdělení a parametrů zákl. souboru, ze kterého by pořízen výběrový soubor
· jestliže nejsou splněny podmínky pro použití parametrických testů = neparametrické testy (posl. 20-30 let STA výzkum) 
· nevyžadují znalost rozdělení parametrů
· konstruovány jako pořadové testy - to znamená, že původní hodnoty bývají nahrazovány pořadovými čísly, se kterými potom počítáme
+ jednoduchost (v provedení výpočtu)

- menší síla = schopnost testu zamítnout nesprávnou nulovou hypotézu ( u neparametrických bývá síla menší)

PARAMETRICKÉ TESTY:
· používáme obecný postup při testování

1.  vybereme vhodný standardní test

2.  formulace nulové hypotézy H0
3.  formulace A (alternativní hypotézy) - opak H0
4.  volba hladiny významnosti ( (chyba 1.druhu) - volíme 0,05 nebo 0,01
5.  výpočet testovacího kritéria
6.  vyhledávání kritických hodnot v tabulkách příslušného rozdělení
7.  porovnání hodnoty testovacího kritéria s tabulkovou hodnotou
8.  zhodnocení a interpretace výsledku
Parametrické testy : 
jednovýběrové - 1 výběrový soubor




dvouvýběrové - 2 výběrové soubory




vícevýběrové - 3 výběrové soubory a více

JEDNOVÝBĚROVÝ TEST:
1) TEST O HODNOTĚ PARAMETRU ( (průměru normálního rozdělení) =  T-test
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pomocí tohoto testu testujeme rozdíl mezi výběr.    x   a předpokládanou hodnotou průměru základního souboru 

· máme k dispozici výběrový soubor (VS) o rozsahu  n, který pochází ze základního souboru (ZS) s normálním rozdělením

· pomocí tohoto budeme testovat nulovou hypotézu H0 : ( = (0
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x - (0
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u =  


        ( ((02 / n) 

· řídí se norm. rozdělením

v tabulkách najdeme (( ; 

· (u( ( ((  - zamítáme H0 ve prospěch A ( ( (0
· dvoustranná alternativa, test je dvoustranným testem u jednostranné alternativy


pravostr.: 
u ( (2(

A: ( ( (0

levostr.: 
u ( - (2(
A: ( ( (0
B) neznám (2
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x - (0
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t =  


        ( (s2 / n) 

řídí se t- rozdělením

·  (t( ( t(  - zamítáme H0 ve prospěch A ( ( (0
·  pravostr.: 
t ( t2(

A: ( ( (0
·  levostr.: 
t ( - t2(

A: ( ( (0
Budeme se řídit rozdělením přibližně normálním, ale pouze za podmínky, že n ( 50

2) TEST O HODNOTĚ PARAMETRU (2 (rozptylu ze základního souboru)

pomocí tohoto testu testujeme rozdíl mezi předpokládanou hodnotou a skutečnou hodnotou (2
· používá se při zjišťování přesnosti či spolehlivosti stability systémů

· máme k dispozici soubor o n jednotkách, který pochází ze ZS s norm. rozdělením
nulová hypotéza: H0: (2  = (02
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(2 = (n - 1) s2 / (2
(2 ( (2(/2 (n-1) 
H0 zamítáme ve prospěch A: (2 (  (02

obvykle používáme pravostrannou alternativu A:  (2 ( (2( (n-1) 
A: (2 (  (02

levostranná: (2 ( (2 1- ( (n-1) 
A: (2 (  (02

uvedený test je velmi citlivý na porušení normality, proto v případě, že nemáme ověřenou normalitu rozdělením ZS, můžeme test použít pouze v případě, že n ( 100
3) TEST O HODNOTĚ Fi (relativní četnost)

· pomocí tohoto testu testujeme rozdíl mezi výběrovou relativní četností a četností ZS

· máme k dispozici VS o n jednotkách, který pochází ze ZS s alternativním rozdělením

nulová hypotéza H0: F  = F0  (p = p0)
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m/n  - F0
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t =  


        
     ( [F0  (1 - F0) / n]
toto testovací kritérium se lze použít za předpokladu, že n ( 50

řídí se rozdělením přibližně normálním

(u( ( ((
H0 zamítáme ve prospěch A: F ( F0

u ( (2( 

A: F ( F0
u ( - (2( 
A: F ( F0
DVOUVÝBĚROVÝ TEST
1)  TEST O SHODĚ ROZPTYLů (tzv. F-test)

· pomocí tohoto testu testujeme rozdíl z 2 výběrových rozptylů 

· předpokládáme, že máme k dispozici 2 nezávislé náhodné výběrové soubory o rozsahu m a n, které pocházejí ze ZS s normálním rozdělením 

nulová hypotéza: H0: (12  = (22
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F = s12 / s22

· podíl nestranných odhadů rozptylu

· větší rozptyl dáme do čitatele 

F ( F((m-1; n -1)  zamítáme H0 ve prospěch A: (12 ( (22
F ( F(/2(m-1; n -1)  zamítáme H0 ve prospěch A: (12 ( (22
2)  TEST O SHODĚ PRůMĚRů 2 SOUBORů (T-test)
Dva typy: 1. neznámé rozptyly se sobě rovnají, 2. se od sebe liší

· pomocí tohoto souboru testujeme rozdíl mezi 2 výběr. pruměry

· předpoklad je, že máme k dispozici 2 nezávislé náhodné výběrové soubory, které pocházejí ze základního souborů s normálním rozdělením

nulová hypotéza H0 : (1 = (2
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u =  


        
     ( [(12 /m + (22 /n] 
(u( ( ((
H0 zamítáme ve prospěch A: (1 ( (2
- existuje shoda mezi průměry H0 = (1 = (2

· Neznáme rozptyly ZS: musíme před provedením T testů provést F - test o shodě rozptylů 

F- TEST: 

nulová hypotéza: H0: (12  = (22
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  x  -  y
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t =  
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(12  ( (22

x 
průměr jednoho souboru

y
průměr druhého souboru

m
rozsah 1.souboru

n
rozsah 2.souboru

s 
společná směrodatná odchylka  
s = ({1 / (m+n-2) [ (m-1) s12 + (n-1) s22]}

t
testovací kritérium se řídí t-rozdělením t([m+n-2] - viz tabulky

· (t((  t( zamítáme nulovou hypotézu H0 ve prospěch dvoustranně alternativní A: (1 ( (2
·  t (  t´([m+n-2]  jednostranná kritická hodnota, rozdělení - zamítáme H0 ve prospěch A: (1 ((2
· t (  t´([m+n-2]  zamítáme H0 ve prospěch A: (1 ( (2
(12  ( (22
testovací kritérium: 
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t =  

        s [1 /m + 1 /n] 
t se také řídí t rozdělením, ale přepočítaná kritická hodnota t(*



t((m-1) s12 /m + t((n-1) s22 /n
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t(*  = 
s12 /m + s22 /n

- v tabulkách t rozdělení

· (t((  t(* zamítáme nulovou hypotézu H0 ve prospěch dvoustranně alternativní A: (1 ( (2
· pro uvedené platí - splněné podmínky výběru ze zákl. souboru se základním rozdělením 

· nulovou hypotézu ověřujeme testovacím kritériem: 
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u =  


        
     ( [s12 /m + s22 /n] 
- za předpokladu, že n ( 50 

- řídí se přibližně normálním rozdělením

· (u((  u( zamítáme nulovou hypotézu H0 ve prospěch alternativní A: (1 ( (2
PŘÍKLAD: 

výsledky ze ZS a LS


xi1

xi2
diference



di
xi1 - xi2

H0 : (1 = (2
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sd2 =  ( (di - d)2 / (n-1)

t = d / ((sd2/n)

(t ( ( t( zamítáme nulovou hypotézu ve prospěch A: (1 ( (2

Podmínkou párového T-testu je opět normální rozdělení ZS. 

Není-li splněna podmínka - lze použít stejného testovacího kritéria, které se ovšem řídí rozdělením přibližně normálním, ale to za předpokladu, že n ( 50.

3)  TEST ROZDÍLU DVOU RELATIVNÍCH ČETNOSTÍ

máme k dispozici 2 náhodné nezávislé VS o rozsazích n1 a n2, které pocházejí ze ZS s alternativním rozdělením 

· ověřujeme hypotézu o shodě rel. četností  H0: F1 = F2, za předpokladu, že n1 (100 a n2 (100

· ověřujeme hyp. testovací kritérium 
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m1 / n1 . m2 / n2
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pomocný průměr 

p = (m1+ m2 )/ (n1+ n2)
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testovací kriterium se řídí opět normálním rozdělením 

· (u((  u( zamítáme nulovou hypotézu H0 ve prospěch alternativní A: F1 ( F2
= klasické testovací postupy

· další možnost ověření hypotéz. použití intervalu spolehlivosti:
- hodnoty intervalu bychom považovali za hodnoty, které svědčí pro platnost hypotézy a hodn. vně intervalu - zamítnutí nulové hypotézy

- interval spolehlivost - množina nulových hypotéz přijatelných po H0 


- interval spolehlivosti pro rozdíl dvou stř.hodnot:

(x1 - x2 )+- t([m+n-2] . ( [s12 /m + s22 /n] 
Analýza rozptylu dvojného třídění:

· výchozí pozorování jsou roztříděna podle dvou třídících faktorů – kvalitativních kritérií (a,b)

· nejjednodušší model – s jedním pozorováním v každé podtřídě

· dvě hypotézy: Jedna se zabývá řádkovými průměry a druhá sloupcovými průměry

· v modelu analýzy rozptylu se často vyskytuje interakce

Interakce:
- faktory nepůsobí samostatně – izolovaně,  ale ve vzájemné kombinaci
- modely analýzy rozptylu s interakcí = analýza rozptylu při dvojném třídění se stejným počtem pozorování v každé podtřídě při existenci interakce.

Model analýzy rozptylu dvojného třídění s interakcí

Variabilita
Součet čtverců
Stupňů volnosti
Rozptyl
Testovací kritérium
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U dvoufaktorové analýzy rozptylu (při existenci interakce) s pevnými efekty, tzn.uvažujeme-li MODEL I, lze formulovat a testovat 3 nulové hypotézy => posuzujeme každou zvlášť:

H0(1): a1 = a2 = … = am = 0

H0(2): b1 = b2 = … = bn  = 0

H0(12): (ab)ij  = 0  pro i = 1,2,…,m, j = 1,2,…,m

Rozhodovací pravidla:

· Jestliže vypočtená hodnota F1 překročí kritickou hodnotu F( (m-1; mn(p-1)) zamítáme H0(1) na hladině významnosti ( 

· Jestliže vypočtená hodnota F2 překročí kritickou hodnotu F( (n-1; mn(p-1)) zamítáme H0(2) na hladině významnosti ( 

· Jestliže vypočtená hodnota F12 překročí kritickou hodnotu F( ((m-1)(n-1);mn(p – 1)) zamítáme H0(12) na hladině významnosti ( 

Speciální modely analýzy rozptylu

Jsou aplikovány na problematiku pokusnictví.

Polní pokusy se zakládají na určitých schématech => těm jsou přizpůsobeny modely analýzy rozptylu.Např.:

Analýza rozptylu latinského čtverce, obdélníku

Analýza rozptylu zvýhodněných bloků

Testy shody rozdělení (=dobré shody)

Řadí se do testů neparametrických, ale nejsou to klasické neparametrické testy

Testy které slouží k testování statistických hypotéz, že daná náhodný výběr je ze základního souboru s určitým rozdělením pravděpodobnosti se nazývají testy dobré shody. H0. : „náhodný výběr pochází z daného rozdělení
Umožňují srovnání empirického (výběrového) rozdělení s rozdělením teoretickým.

Umožňují potvrdit domněnku o rozdělení pravděpodobnosti náhodné veličiny a tedy použít statistické metody, které jsou tímto rozdělením podmíněny. Patří sem:

 (2 – test dobré shody (chí kvadrát) 

Kolmogorov – Smirnovův test

(2 – test dobré shody (chí kvadrát) 

základní soubor má libovolné rozdělení s neznámou distribuční funkcí F(x)

náhodný výběr velkého rozsahu n (desítky)

zjištěné výběrové výsledky rozdělíme do k disjunktivních intervalů s četností n1, n2, .., nk kde (ni=n – tím jsem vytvořili empirické rozdělení.

· H0: F(x) = F0(x) 
kde F0(x) je hypotetická distribuční funkce

· H0: existuje shoda mezi empirickým a teoretickým rozdělením

· TEST SE PROVEDE TAKTO: pro jednotlivé třídy vypočteme teoretické četnosti np1, np2,…,npk odvozené za předpokladu platnosti hypotézy H0, že náhodný výběr pochází z daného rozdělení pravděpodobnosti

· POSTUP:

· soubor rozdělíme do intervalů

· počet jednotek zařazených v intervalu nám určuje empirickou četnost

· pro každý interval spočítáme teoretickou četnost, kterou dostaneme vynásobením rozsahu souboru pravděpodobností , že náhodná veličina nabude hodnoty z určitého intervalu

· ověření H0
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Pro test používáme statistiku:  

· nj

empirická četnost

· npj

teoretická četnost

· Kritický obor je pravostranný: 
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· k
počet stupňů do kterých jsme pozorování rozdělili

· c 
počet odhadovaných parametrů
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Hypotéza H0: náhodný výběr je ze základního souboru s daným rozdělením pravděpodobností se zamítá na hladině významnosti ( ve prospěch alternativní hypotézy A: náhodný výběr není ze základního souboru s daným rozdělením pravděpodobnosti., jestliže

Kde 
X2


vypočítaná hodnota


X2((k-c-1)

je ( % kritická hodnota X2 rozdělení


Výpočetní tvar:
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Spolehlivost X2 se zvyšuje s rostoucím rozsahem výběru n -> žádoucí je aby n > 50. Pro použití testu je nezbytné aby teoretické četnosti npj byly větší než 5. Nevyhovují-li některé četnosti této podmínce, lze dosáhnout jejího splnění sloučením několika sousedních tříd (sníží se tím počet stupňů volnosti)

Kolmogorov – Smirnovův test

· použití: Je-li plně známo teoretické rozdělení = jeho typ i příslušné parametry

· lze ho použít i pokud není použitelný test X2 dobré shody

· testovací kritérium:

· [image: image408.wmf]H

n

n

T

n

n

i

i

i

k

=

+

-

+

=

å

12

1

3

1

2

1

(

)

(

)

Nj, Hj jsou kumulativní (nasčítané) empirické resp. očekávané četnosti

· n rozsah výběrového souboru

Pokud D > D( (tabulky pro Kolmogorov – Smirnovův test) pro daný rozsah n a zvolenou hladinu významnosti ( zamítáme H0 o shodě empirického a teoretického rozdělení na hladině významnosti (. Tabulka pro Kolmogorov – Smirnovův test je jen pro n<40. Pokud je n>40 musí se kritické hodnoty vypočítat:
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Síla Kolmogorov – Smirnovova testu je vyšší než síla X2 testu. Použití Kolmogorov – Smirnovova testu je oprávněné pouze je-li plně známo teoretické rozdělení a je-li toto spojité. U výběru velkého rozsahu ho lze použít i tehdy nejsou-li známy parametry teoretického rozdělení.

Neparametrické testy (pořadové)

· místo původních hodnot pracujeme s pořadovými čísly

· (+) jsou jednoduché, nezávislé na tvaru rozdělení náhodných veličin, použitelné pro znaky kvalitativní i kvantitativní. (parametrické lze použít pouze pro znaky kvantitativní)

· (-) mají menší sílu (menší schopnost odhalit nesprávné nulové hypotézy na dané hladině významnosti.

· parametrické testy jsou založeny na určitých předpokladech o základních souborech z nichž byly pořízeny analyzované výběry. V praxi se často setkáváme s výběry malých rozsahů pocházející z nenormálních souborů nebo ze souborů o neznámém rozdělení => používáme neparametrické testy

· nemusíme znát typ rozdělení ani parametry

· pomocí tohoto testu ověřujeme, zda se dané empirické rozdělení shoduje s rozdělením teoretickým.

· Nefigurují zde parametry rozdělení, nýbrž POŘADÍ

Pořadové testy: místo s hodnotami náhodné veličiny v náhodném výběru pracujeme s pořadovými čísli těchto hodnot, seřazených podle velikosti a očíslovaných.

Použití pořadových testů:


· pokud nejsou splněny předpoklady o rozdělení pravděpodobnosti

· sledovaná veličina není číselná, ale její úrovně lze seřadit dle velikosti a přiřadit jim pořadí (tvrdost, barva)

· hodnoty sledované veličiny jsou stanoveny subjektivně nebo nepřesně – nejsou spolehlivé, ale jejich pořadí je objektivní a správné

Podmínky použití pořadových testů:

Jimi zkoumané náhodné veličiny musí být spojitého typu

Wilcoxonův – Whiteův test

· pořadový test, nejjednodušší neparametrická obdoba t-testu pro nezávislé soubory

· neparametrická obdoba T - testu o shodě 2 průměrů

· Dva základní soubory A, B mají spojité rozdělení s distrib. Funkcemi F1(x) a F2(x). Z těchto souborů byly pořízeny 2 nezávislé náhodné soubory o rozsazích m, n (m(n).

·  H0: F1(x) = F2(x) 
není rozdíl mezi dvěma výběry = H0 říká, že je shoda mezi průměry dvou souborů

Postup výpočtu:
pořídíme směs hodnot z obou výběrů o rozsahu N = m + n, uspořádáme vzestupně podle velikosti  a očíslujeme všechny vzestupně pořadovými čísli (od 1 do N). Stejným hodnotám přiřadíme průměrné pořadí. Potom pořadová čísla rozdělíme zpět do dvou výběrových souborů.

Poř. čísla 1 výběru: 
Rx1, Rx2, ………, Rxn
Poř. čísla 2 výběru:
Ry1, Ry2, ……, Ryn
Tx=Rx1 + Rx2 + ………+ Rxn

součet pořadových čísel

Ty=Ry1 + Ry2, ……….+ Ryn

součet pořadových čísel

Testovací kritérium:
T=min(Tx, Ty)

Kritický obor:

T < Tα

Tα  kritická tbl. hodnota

=> H0  (nulovou hypotézu zamítáme na hladině významnosti (). Tα tabulky pro Wilcoxonův – Whiteův test
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u velkých rozsahů m, n (rozsah obou je větší než 20) nejsou uvedeny tabulkové kritické hodnoty, využíváme skutečnost, že rozdělení Tx se blíží normálnímu rozdělení se střední hodnotou:

a směrodatnou odchylkou:
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testovací kritérium: 

kde ut je normovaná náhodná veličina = > N(0,1)

Jestliže pro ut platí:

N(0,1) |ut| > uα => H0 o shodě průměrů

Neparametrická obdoba párového T – testu

Znaménkový test

· jednoduchý postup, spočítáme diference mezi páry hodnot, menší síla, vhodnější je Wilcoxonův test

· počet kladných diferencí


z+

· počet záporných diferencí

z-
· testovací kritérium


z = min (z+ z-)
menší z obou hodnot je test kritérium

· z < zα => H0  


zα … hodnota z tabulek pro znaménkový test

Dvouvýběrový Wilcoxonův test

· neparametrická analogie dvouvýběrového t – testu

· Test hypotézy, že dva nezávislé výběry X, Y pocházejí ze stejného základního souboru, proti alternativě, že se významně liší svou polohou

· POSTUP:

· pořídíme směs hodnot z obou výběrů uspořádáme podle velikosti

· přiřadíme pořadová čísla

· Stejným hodnotám přiřadíme průměrné pořadí.

 Potom pořadová čísla rozdělíme zpět do dvou výběrových souborů.

Tx=Rx1 + Rx2 + ………+ Rxn

součet pořadových čísel

Ty=Ry1 + Ry2, ……….+ Ryn

součet pořadových čísel
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- vypočteme veličiny:

-  H0 se zamítá na hladině významnosti ( jestliže U = min(Ux, Uy) ( U(  (tabelovaná hodnota)

=> H0  (nulovou hypotézu zamítáme na hladině významnosti ().
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u velkých rozsahů m, n nejsou uvedeny tabulkové kritické hodnoty, H0 testujeme pomocí statistiky:

· která má za platnosti H0 rozdělení N/0,1), jestliže |u0 | >u ( => H0

Wilcoxonův test 

· pořadová test, neparametrická analogie párového T – testu

· jako u všech pořadových testů předpokládáme, že rozdělení základního souboru je spojité

· máme 2 závislé náhodné výběry => každý o rozsahu n, které byly vybrány ze 2 základních souborů se spojitými distribučními funkcemi F1(x), F2(x).

· Ověřuje se nulová hypotéza, že oba výběry pocházejí z téhož základního souboru (chceme-li ověřit zda párové=závislé výběry se významně liší svou polohou)

· H0: F1(x) = F2(x) 
pro x(-( <x < +()

· POSTUP: 

· Určíme diference di = xi - yi párových hodnot=pro každou dvojici pozorování (xi, yi )

· Nenulovým diferencím v absolutní hodnotě přiřadíme pořadová čísla

· Pořadová čísla rozdělíme do 2 skupin podle znamének diferencí

· Pro každou skupinu zvlášť je sečteme => dostaneme W+, W-

· Menší z obou součtů je hodnota testovacího kritéria W

· W porovnáme s kritickou hodnotou Wα na zvolené hladině významnosti ( a podle počtu nenulových diferencí n

=>


W = min (W+, W-)


Wα z tabulek pro Wilcoxonův test


W < Wα => H0

· v případě, že n > 25 (není v tabulkách) používáme normální aproximaci
=> Používáme asymptotický test, který spočívá ve výpočtu hodnoty testovacího kritéria:
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· uw má normální rozdělení N(0,1)

· | uw | > uα => H0  (uw v tabulkách na zvolené hladině významnosti)
Kruskal – Wallisův test

· neparametrická obdoba jednoduché analýzy rozptylu

· H0: k>2 nezávislých náhodných výběrů n rozsazích n1, n2, …nk pochází z jednoho základního souboru (z téhož rozdělení).

· H0: F1(x) = F2(x) = Fn(x)
pro všechna x

· předpokládáme, že tyto náhodné výběry byly pořízeny ze základních souborů se spojitými distribučními funkcemi

· POSTUP:

· Výběry sloučíme do 1 souboru

· Hodnotám přiřadíme rostoucí pořadí (stejným hodnotám přiřadíme průměrné pořadí)

· Sečteme pořad čísla jednotlivých pozorování pro každý výběr (řádek)zvlášť

· Součty označíme T1, T2, …., Tk
· Testovací kritérium:
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Kde n je:

Ti je součet pořadových čísel

· Testovací kritérium se řídí (2  (chí) rozdělením o (k – 1) stupních volnosti

· Kritický obor: H = {(2 > (2α (k – 1) }
· H > (2α (k – 1) => H0
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Jestliže se v posloupnosti vyskytnou stejné hodnoty, kterým přiřadíme stejné pořadí je nutno KW dělit korekčním faktorem (sníží hodnotu):
p 
-
je počet tříd se stejným pořadím 


ti 
-
počet pořadí v i – té třídě

Neparametrické modely mnohonásobného porovnávání (metody podrobnějšího hodnocení)

· použijeme je pokud při zamítnutí H0 považujeme rozdíl za statisticky významný, ale nevíme mezi jakými třídami.

· V případě vyváženého modelu => můžeme Kruskal – Wallisův test doplnit:

Neméniho metodou mnohonásobného pozorování:

|Ti - Tj| > tabulková hodnota (spec. Tabulky), zamítá se hypotéza, že i = tý a j = tý výběr pochází ze stejného rozdělení. Tímto postupem zhodnotíme všech m(m –1 )/2 diferencí

Dunnova metoda

· lze ji použít i u nevyváženého modelu (= pokud rozsahy výběrů nejsou stejné)
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kde  


je kritická hodnota rozdělení N(0, 1), zamítáme na hladině významnosti ( hypotézu, že i – tý výběr (s rozsahem ni) a j –tý výběr (s rozsahem nj) pocházejí z téhož rozdělení..

Dixonův test

· Odhalí extrémní hodnoty ze souboru

· V případě pozorovaných hodnot se někdy objeví extrémní hodnota. 

· Je třeba posoudit, zda je tato odchylka pouze náhodná, nebo zda je uvedená hodnota zatížena hrubou chybou => k tomu slouží testy extrémních odchylek (k nim i Dixonův)

· Extrémní hodnota je buď nejvyšší x(1), nebo nejvyšší x(n)

· H0: x(1) resp. x(n) jsou ze stejného, normálně rozděleného základního souboru
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Testovací kritérium:

x(2) je sousední hodnota x(1) – druhá nejmenší napozorovaná

x(n-1) je sousední hodnota x(n) – druhá největší

Pokud: 
Q1 > Q1(  => H0 (hodnotu Q1 ze souboru vyřadíme – je zkreslená)


Qn > Q1(  => H0 (hodnotu Qn ze souboru vyřadíme – je zkreslená)

Testy náhodnosti

· Většinou založeny na tom, že se jedná o náhodné výběrové soubory – klíčovým předpokladem použitelnosti induktivních statistických metod je právě náhodnost uspořádání výběru

· Pokud lze očekávat, že je tento předpoklad porušen používáme tyto testy

· máme náhodný výběr o rozsahu a, kde máme hodnoty x1, x2, …., xn, máme zjistit, zda se skutečně jedná o náhodný výběr => testujeme předpoklad náhodnosti. 

· Test jsou založeny na tzv. bodech zvratu.

·  číslo xi(2 ( i ( n –1) nazveme bodem zvratu jestliže platí

·  buď:  xi – 1 < xi > xi + 1

· nebo: xi – 1 > xi < xi + 1

· Označme symbolem Z počet zvratů v dané posloupnosti. Pro test o náhodnosti používáme následující test. Kritérium:[image: image425.wmf]2
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· má normální rozdělení N(0, 1)

· Jesliže |U| > u(  Zamítáme nulovou hypotézu o náhodnosti  výběru na zvolené hladině významnosti ( .

ANALÝZA KVANTITATIVNÍCH ZNAKŮ

Párové závislosti

· závislosti 2 znaků z nichž 1 znak je závisle proměnný (y) a 2. Znak je nezávisle proměnný (x).

2. hlavní úkoly

1. vystihnout průběh závislosti proměnných na nezávisle proměnných, tak abychom mohli provádět odhady závisle proměnných na základě daných hodnot nezávisle proměnných – regresní analýza
2. Změřit sílu závislosti, abychom mohli posoudit její sílu, intenzitu a abychom mohli zároveň posoudit přesnost odhadů z 1 bodu (těsnost ( ( přesnost odhadů () – korelační analýza
( souhrnně  ( regresní a korelační počty

· přesnější je vícenásobná závislost ( máme 1. Závisle proměnnou y a více nezávislých proměnných x1, x2, ……xk

( budeme definovat stejné úkoly:
1. Vystihnout průběh






2. zmenšit sílu závislostí 

Nejjednodušším způsobem vystihneme závislost

1. tzn. Podmíněné průběhy – při jejich výpočtu postupujeme tak, že roztřídíme hodnoty závisle proměnných do skupin podle hodnot nezávisle proměnných a to je tzv. podmíněný průměr (
- můžeme je vynést do grafů – spojíme-li je dostaneme čáru podmíněných průměrů ( lze změřit i těsnost závislosti = měříme tzv. korelačním průměrem, který nabývá hodnot  <0,1>   a čím více se blíží 1, tím je závislost silnější.

Nedostatky = neumožňuje odhady závisle proměnných

2. pomocí tzv. regresní funkce – používáme i funkci matematickou 
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3. určit vhodný typ funkce na určitý případ

možnosti: 
-     na základě zkušeností

· logické posouzení logického stavu

· empirická metoda – sestavím tzv. korelační pole

Jde o to, aby tady byly co nejblíže teoret. hodnotám ( co nejmenší d 
4. vypočítáme celou řadu fcí a zpětně vybíráme nejlepší fci podle výše korelační charakter

( korelační charakter (fce. Vhodnější

1. Určit korelační funkční rovnici = určit parametry fce.

Metody:

1. nejmenších čtverců – její přesnost nám postačuje

podmínky 

1 
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odchylka skutečných a teoretických hodnot by se měla rovnat 0 – tato podmínka nevede k jednoznačnému řešení fce., která je splňuje je nekonečně mnoho.


2  
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.kvadrát odchylky má být minimální – tato podmínka vede k jednoznačnému řešení – budeme řešit parametry všech regres. Fce.

LINEÁRNÍ REGRESE (PŘÍMKOVÁ REGRESE)

Takový vztah, kde průběh závislostí je vyjádřen rovnicí přímky

Určení parametrů rovnice přímky

Přímka: 
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Metoda nejmenších čtverců
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-dílčí parciální derivace podle obou parametrů
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· úpravou těchto dvou posledních vztahů se dostaneme k takzvaným normálním rovnicím přímky
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obecné řešení parametrů
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bxy => regresní koeficient- vyjadřuje o kolik se změní závisle proměnná y, kyž se nezávisle proměnná x změní o jednotku
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[image: image169.wmf]y
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=> původní nezávisle proměnná se stala závisle proměnnou

· sdružené regresní přímky
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[image: image174.wmf]xy

yx

b

b

=> o kolik se změní závisle proměnná x, jestliže se nezávisle proměnná y změní o jednotku
regresní koeficient – vyjadřuje o kolik se změní závislá proměnná y, jestliže se nezávislá proměnná x změní o jednotku

· lze ho použít k odhadům změny

Pokud chceme odhadnout konkrétní hodnotu závisle prom., musíme k odhadu použít celou regresní funkci.

Pokud je průměr vyjádřen přímkou, měříme korelačním koeficientem
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(-1,1) 
- záporný v případě nepřímé závislosti ↑x (↓y






- kladný v případě přímé závislosti ↑x (↑y
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 => směrnicový tvar regresní přímky
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 tzn. korel. Stejný jestli je závisle proměnná x nebo y
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slouží pro vzájemný přepočet korel. A regres.
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=> koeficient determinace, vyjadřuje se v % => udává z kolika % je závisle proměnná ovlivněna nezávisle proměnnou

Výpočetní tvar korelačního koeficientu „r“
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Regresní a korelační analýza v maticovém zápisu rovnice regresní přímky
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vektor y = vektor hodnot závisle proměnné

vektor ( = vektor neodhadnutelných složek

vektor b = vektor regresních parametrů

matice x = matice pozorovaných hodnot nezávisle proměnné

soustavu normálních rovnic lze zapsat
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x‘ matice = transponovaná matice k matici nezávisle proměnné

x’x = matice soustavy normálních rovnic

b = vektor regresních parametrů

(x’x)-1 = inverzní matice k matici soustavy normálních rovnic
hodnocení podle koeficientu determinance (v %)
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< -1, 1 >

Stupnice jak hodnotit

r2 < 10 %
těsnost nízká

10% <  r2 < 25%
mírná těsnost vztahů

25% <  r2 < 50%
význačná těsnost vztahů

50% <  r2 < 80%
velká těsnost vztahů

r2 > 25%
velmi vysoká těsnost vztahů

Korelační tabulka
· dvourozměrné rozdělení četností

· pro zjištění vztahu nezávislosti

	
yi

	y1
	y2
	 
	 
	 
	 
	yj
	 

	xi
	
	
	 
	
	
	 
	
	

	x1
	n11
	n12
	 
	 
	 
	 
	n1j
	n1

	x2
	n21
	n12
	 
	 
	 
	 
	n2j
	n2

	 
	 
	 
	 
	 
	 
	 
	 
	 

	 
	 
	 
	 
	
	
	 
	 
	 

	 
	 
	 
	 
	
	
	 
	 
	 

	 
	 
	 
	 
	
	
	 
	 
	 

	 
	 
	 
	 
	
	
	 
	 
	 

	 
	 
	 
	 
	
	
	 
	 
	 

	 
	 
	 
	 
	
	
	 
	 
	 

	xi
	ni1
	ni2
	 
	 
	 
	 
	nij
	ni

	 
	n1
	n2
	 
	 
	 
	 
	nj
	n


n11 četnosti výskytu odpovídající variantě znaku

nij přímá závislost

ni1 nepřímá závislost

· uspořádání četností

· čím více jsou četnosti uspořádány kolem úhlopříčky tabulky, tím jsou závislosti pevnější

Počet řádků se musí rovnat součtu sloupců

· korelační tabulky se používali dříve ke zjednodušení výpočtu korelačních a regresních charakteristik

· existoval určitý scénář výpočtu, který vycházel ze zavedených proměnných.

· Má analytický význam – poznáme jestli existuje závislost – četnosti rozptýlení v celém prostoru tab. – závislost mezí

Čím více jsou soustředěny kolem úhlopříčky – tím je závislost těsnější

1. kladná úhlopříčka – soustř. kolem ní – přímá závislost

2. záporná úhlopříčka – nepřímá závislost

maticový zápis
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b‘ – transponovaný vektor k vektoru regresní parametrů

· pracujeme většinou s VS, náhodný výběr

· výsledky platí pouze pro VS

· výsledky VS musíme zobecnit na ZS

Korelační a regresní charakter nebo i regresní funkci budeme nejprve testovat, abychom zjistili zda jsou statisticky významné

· jsou-li statisticky významné můžeme výsledky zobecnit na celý ZS

· velikost charakteristik v ZS => bodové a intervalové odhady

Test hypotézy o nulové hodnotě koeficientu ZS
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(H0 zamítáme

· řídí se studentovým rozdělením 

· platí-li A => korelační koeficient považujeme za statisticky významný a platí i v ZS

Test hypotézy o regresním koeficientu
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[image: image200.wmf])
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 => H0 zamítáme ve prospěch hypotézy A

· řídí se T – rozdělením

odhad směrodatné odchylky
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Lze dokázat, že testovací kritérium korelačního koeficientu a regresního koeficientu  je shodné

Z toho vyplývá, že se nemusí provádět oba testy, lze otestovat korelační koeficient a stejný závěr platí pro oba dva regresní koeficienty

Test hypotézy o rozdílu dvou korelačních koeficientů
Fisherova Z – transformace spočívá v převedení r1 ( z1; r2 ( z2 => převod pomocí tabulek

Význam hodnoty z se vždycky řídí alespoň přibližně normálním rozdělením
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u > u(  => H0 zamítáme ve prospěch A

Testování regresní přímky jako celku

· používáme upravený model analýzy rozptylu

	Variabilita
	Součty čtverců
	Stupeň volnosti
	Rozptyly
	Testovací kritérium

	Regrese
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	Kolem regrese
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p……………. počet parametrů regresní funkce
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=> H0 zamítáme

· řídí se F rozdělením

· regresní přímka se považuje jako celek za statisticky významnou => je možnost s ní popsat závislost ZS

· tento upravený model analýzy rozptylu, lze použít k testování všech regresních funkcí lineárních i nelineárních, párových i vícenásobných

Bodové a intervalové odhady charakteristik

bodový odhad  ( korelačního koeficientu – neznámý korelační koeficient ZS
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interval spolehlivosti pro (
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Fisherova Z – transformace
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=> interval spolehlivosti

4. zpětně v tabulkách interval pro (
bodový odhad 
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interval spolehlivosti pro regresní přímku
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=> odhad směrodatné odchylky
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 => odhad směrodatné chyby 
Nelineární analýza
· nejprve se snažíme stanovit typ funkce

· graf korelačního pole => stanovíme typ funkce => určení konkrétní funkční rovnice

obecný tvar
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obecná soustava rovnic
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a) funkce lineární v parametrech

parabola
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v1= x, v2= x2 => dosadíme do obecné soustavy rovnic
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hyperbola
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odmocninná funkce
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logaritmická regresní  funkce
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b) funkce nelineární v parametrech 

- lze použít metodu nejmenších čtverců

mocninné funkce
· nejprve je nutné použít transformaci
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substituce 
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=> stanovíme normální rovnice jako pro funkci logaritmickou

Exponenciála
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 => totožný tvar s rovnicí přímky
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korelační index – měříme těsnou závislost
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=> rozptyl regresního odhadu

< 0,1>   čím více se blíží jedné, tím je závislost silnější a opačně
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K vyčíslení se používá výpočetní tvar:
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maticový zápis
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[image: image256.wmf]X

- matice pozorovaných hodnot nezávisle proměnných
y – vektor hodnot závisle proměnných

b – vektor regresních parametrů 
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b‘ – transponovaný vektor

hyperbola



parabola
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logaritmická
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V případě nelineární regrese většinou budeme pracovat s VS, proto bude přicházet v úvahu zobecnění vypočítaných hodnot
Korelační index nelze testovat



- stat. význam



- ani odhadovat jeho hodnotu v ZS
Stat. významnost nelineárních regresních funkcí provádíme podle modelu analýzy rozptylu (regr. přímku)
Test regresních parametrů (pro všechny nelineární funkce)
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t – rozdělení
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[image: image269.wmf]2

yx
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=> index determinance (%) – udává z kolika procent je závisle proměnná ovlivněna uvažovanou nezávisle proměnnou

Vícenásobná lineární a nelineární analýza

Vícenásobný regresní model = máme jednu závisle proměnnou y a více nezávisle proměnných x1, x2…… xk
· nedokážeme graficky vyjádřit

Vícenásobná lineární závislost
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b0 = prostý člen regresní roviny

jednotlivé parametry b = dílčí regresní koeficienty

Dílčí regresní koeficienty vyjadřují o kolik se změní závisle proměnné y jestliže se nezávisle proměnná uvedená v indexu před tečkou změní o jednotku a ostatní nezávisle proměnné budou konstantní

· parametry této fce určujeme MNČ

při 2 proměnných
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b0, b1, b2 – parametry
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maticový zápis
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 EMBED Equation.3  [image: image276.wmf]42
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Výpočet parametrů


[image: image277.wmf]2

1

2

1

2

1

,

.

.

x

b

x

b

a

y

x

yx

x

yx

+

+

=
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Úplný totální korelační koeficient

Ryx1,x2…..xk = 
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 EMBED Equation.3  [image: image282.wmf]
R2 = totální koeficient determinace 

· vyjadřujeme v % a udává nám z kolika % je závislá proměnná ovlivněna uvažovanými nezávisle proměnnými

Dílčí korelační koeficient 

ryx1x2= 
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· vyjadřuje těsnost závislosti y na x1; x2 je konstantní 

ryx1x2= 
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· vyjadřuje těsnost závislosti y na x2; x1 je konstantní 

K testování regresní fce jako celku používáme model analýzy rozptylu.

Test pro dílčí korelační koeficient
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Test pro totální koeficient korelace

F= 
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· jestliže F je větší zamítáme nulovou hypotézu a úplný korelační koeficient považujeme za statisticky významný

Test regresních koeficientů
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Interval spolehlivosti regresních koeficientů
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Totální – stanovení bodového odhadu
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Interval spolehlivosti pro dílčí korelační koeficient
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zjišťování podílů jednotlivých proměnných na regresním odhadu závisle proměnné

Beta koeficienty
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Vícenásobná nelineární regrese

Kvadratická


Odmocninná
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Mocninná
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Exponenciální 
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Index korelace
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· nabývá hodnot od 0-1, čím bližší 1 tím větší závislost

Úplný index determinace
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Interakce  - vzájemné působení proměnných mezi sebou

Lineární s interakcí
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Odmocninná s interakcí 
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metody:

1) klasifikace jednotek

· shluková analýza

· diskriminační analýza

2) analýza vztahů proměnných

· harmonická korelační analýza

· faktorová analýza

· analýza hlavních komponent

· regrese na hlavních komponentách

shluková analýza (censter analysis)

souhrnný název pro řadu výpočetních postupů jejichž cílem je rozklad daného souboru na několik relativně homogenních podsouborů (shluků) a to tak, aby jednotky uvnitř jednotlivých shluků si byly co nejvíce podobní a jednotky patřící do jiných shluků co nejvíce nepodobní

- podobnost či nepodobnost jednotek se vyjadřuje číselně pomocí tzv. míry vzdálenosti (většinou Enklidovská nebo Hamringová vzdálenost)

· po jejím určení se začnou jednotky shlukovat (=vytvářet celky)

· nejdříve se sdruží takové 2 jednotky jejichž vzdálenost jenejvětší

- podle míry vzdálenosti mezi shluky rozeznáváme následující metody shlukování:
a) metoda nejbližšího souseda

b) metoda nejvzdálenějšího souseda

c) metoda průměrné vzdálenosti

d) metoda centraidní

e) metoda mediánová

f) metoda Warolova

- metody končí po (n-1) krocích tím, že všechny jednotky splynou v 1 shluk

Shlukovou analýzu lze využít k:

· rozčlenění množiny jednotek do 3 (shluků) na základě jejich příbuznosti z hledaných uvažovaných proměnných

· reakci počtu jednotek při minimální ztrátě informace

Využití shlukové analýzy:

· při výzkumu trhu výrobků a služeb

· při shlukování států podle životní úrovně

· při shlukování států podle ekonomického rozvoje případně podle demografických ukazatelů

· při shlukování oborů, podniků, odvětví podle jejich efektivnosti, nákladnosti a ekonomických výsledků

Diskriminační analýza

· řeší problematiku vícerozměrné klasifikace jednotek

· předmětem D.A. je nalezení statisticky nejvýhodnějšího způsobu rozlišení mezi 2 či více soubory statistických jednotek

· klasická úloha D.A. spočívá v tom, že jsou předem známy 2 či více skupin jednotek a o každé jednotce víme do které skupiny patří

· na základě naměřených proměnných se vypočítá tzv. diskriminační fce – slouží k dodatečnému zařazení nových jednotek (=diskriminační fce = lineární)

· pomocí diskriminační fce se zjistí pravděpodobnost zařazení nové jednotky do příslušných skupin – tam, kde je pravděpodobnost vyšší do té skupiny se zařadí

Použití diskriminační analýzy:

· při zařazování archeologických nálezů do skupin dle stáří

· na zařazování osob dle zdravotního stavu, temperamentu
kanonická korelační analýza

vychází z logického členění proměnných do 2 skupin (výchozí + cílové veličiny)

· každá skupina je charakterizována 1 soubornou veličinou = kanonickou proměnnou = lineární kombinace původních proměnných dané skupiny

1) skupina má s veličin (původních proměnných)


Y1=b1x1+b2x2+….+bsxs
2) skupina má (p-s) veličin


Y2=bs+1xs+1+bs+2xs+2+….+bpxp
· postup hledá takové lineární kombinace, kde je korelace mezi kanonickou proměnnou maximální 

· K.K.A. představuje nejvyšší stupeň zhuštění informace o závislosti 2 logicky sestavených skupin veličin

FAKTOROVÁ ANALÝZA 

· umožňují objasnit strukturu pozorovaných závislostí, redukuje počet výchozích proměnných pomocí hypotetických faktorů při minimální ztrátě informací a odhaduje skryté vztahy mezi proměnnými 

· modelem F.A. rozumíme soustavu lineárních rovnic ve které jsou skutečné proměnné x1, x2….xn vyjádřeny pomocí fiktivních proměnných a to tzv. společných faktorů F1, F2, …Fe, a jedinečných faktorů u1, u2, ….um (platí e(m)

x1=a11F1 + a12F2+…….+a1eFe+a1u1

x2=a21F1 + a22F2+…….+a2eFe+a2u2

.

.

xj=…………. ajpFp…..+ajuj

.

.

xm=am1F1 + am2F2+…….+ameFe+amum

kde
 ajp…faktorová zátěž společných faktorů


 aj….faktorová zátěž jedinečných faktorů

do modelu FA se zařazují společné faktory se závažnými hodnotami zátěží nejméně u 2 skutečných proměnných

(ajp( ( 0,4
závažná hodnota záleží

   (
korelační koeficient

při výpočtu mají společné faktory směrem od 1. nadřazené postavení ( kn 1. společným faktorem se výpočet snaží vysvětlit, co největší část informace obsažené v soustavě proměnných (přesněji co největší část celk. rozptylu)

2. společný faktor se snaží vysvětlit tu část rozptylu, kterou se prvnímu společnému faktoru nepodařilo vysvětlit

3. společný faktor…………………………………

SLOŽKY ROZPTYLU PROMĚNNÝCH

	Rozptyl prom. xj
	Příspěvek spol. faktoru Fp
	Jedinečnost aj2
	Komunalita hi2

	
	F1
	F2
	
	

	S12
s22
.

.

sj2
.

.

sn2
	a112

a212
.

.

aj12
.

.

am1
	a122

a222
.

.

…ajp2…aj22
.

.

ame
	a12

a22
.

.

aj2
.

.

an2
	h12

h22
.

.

hj2
.

.

hn22

	s2
	v12
	ve2
	a2
	h2


s2…celkový rozptyl

ajp2…příspěvek faktoru Fp k vysvětlené xj
· vysvětlená část dané proměnné

platí: 
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jedinečnost: dj2…nevysvětlený zbytek rozptylu
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společné faktory se zpravidla slovně interpretují

Praktické využití FA:

· při navrhování dotazníků

· při sestavování a zpracování dotazníků (znaky kvantitativní i kvalitativní)

· v psychologii, sociologii apod.

ANALÝZA HLAVNÍCH KOMPONENT

· založena na bezezbytkovém vysvětlení celkového rozptylu prom.

· podstatou metody je transformace souborů napozorovaných proměnných do tzv. hlavních komponent

základní model:
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, zj napozorovaná proměnná v normálním tvaru

· metoda citlivá na měřítko – normování na bezrozměrnou veličinu
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akj 
– váhy lin. Kombinace hl. komponent

Fk 
– hlavní komponenty v normálním tvaru.


j,k 
= 1,2 ….n


i
= 1,2 ….z
-
počet jednotek


j
= 1,2 ….n
-
počet prom. (znaků)

REGRESE NA HL. KOMPONENTÁCH


Vícenásobný regresní model předpokládá nezávislost nezávislé proměnné.


tento předpoklad bývá v praxi často nahrazen a proto se doporučuje do vícenásob. regrese nahradit nezávislé prom. hlavními komponentami. 

Potřebujeme zhodnotit vliv kvantitativních a zároveň kvalitativních znaků na výsledný kvantitativní znak ( ANALÝZA KOVARIACE

zobecnění analýzy rozptylu a regresní analýzy známe hodnoty Y – máme je roztříděny podle kvantivního kritéria A do skupin

hodnota X 
– naměřena pro tytéž jednotky jako Y

· předpokládáme – že také působí na výslednou proměnou Y

vliv A a X na výslednou proměnnou Y

ANALÝZA KOVARIACE – umožňuje rozčlenění variability proměnné Y na části, které jsou přiřaditelné jednak kvalitativním a jednak kvantitativním vlivům

2 modifikace analýzy kovariace

3) zkoumá vliv kvalitativních faktorů, přičemž eliminuje vliv současně působících kvantitativních faktorů – analýza rozptylů s některými prvky regresní analýzy

4) zkoumá vliv kvantitativních faktorů a eliminuje vliv současně působících kvalitativních faktorů = regresní analýza s některými prvky analýzy rozptylů

- ekonomické aplikace 2)

- biologické aplikace 1)

ANALÝZA KOVARIACE JEDNODUCHÉHO TŘÍDĚNÍ

zkoumá vliv kvalitativního faktoru A a jednoho kvantitativního faktoru X na výsledný kvantitativní faktor Y

matematický model:


[image: image310.wmf]ij

ij

i

ij

e

x

x

y

+

+

+

=

b

m


( - obecná konstanta

(i – efekty jednotlivých variant kvalitativních faktorů A

xij – hodnota kvantitativního faktoru X

( - koeficient regrese proměnné Y na doprovodné proměnné X

eij – chyba měřená s nulovou střední hodnotou a neznámým rozptylem

vstupní pozorování analýzy kovariace zapisujeme do tabulky, ve které podobně jako u AR počítáme řádkové součty a řádkové průměry, celkový součet a celkový průměr

u AK používáme (nám již známý) tečkový zápis

Pro výpočet AK sestavujeme podobné výpočetní schéma jako u AR

VÝPOČETNÍ TABULKA AK

	Variabilita
	Součty čtverců odchylek

	
	nezávisle proměnná x
	y

	mezi skupinami (faktor A)
	
	

	uvnitř skupin (reziduální)
	
	

	celkem
	
	


	Součty součtů odchylek
	Stupeň volnosti

	
	k-1

	
	N-k

	
	N-1


na základě této tabulky lze předběžně odhadnout neznámý regresní koeficient doprovodní regrese

- koeficient odhadneme podle reziduálních součtů čtverců
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- nyní je třeba ověřit statistickou významnost doprovodné regrese

ověříme ji F-testem

F-test:

- k řešení stejného problému je možno použít T-test

1)-4) stejné

5) tb
6) t( - tabulková hodnota

7) ) tb (t( ( Ho a existenci doprovodné regrese považujeme za prokázanou

AK – nám umožňuje také odhad těsnosti závislosti mezi závisle proměnnou Y a doprovodnou proměnnou X

odhad koeficientu korelace lze provést pomocí:

jestliže jsem pomocí F- testu nebo t- testu potvrdili existenci doprovodné regrese je třeba ověřit hypotézu o vlivu faktorů A

1) Ho: (1= (2=………………=ak

2) A:

3) (
4) FA
5) F( - tabulka

6) FA ( F( ( Ho a potvrdil se vliv kvantitativního faktoru A

Rovnice odpovídající regresní přímky

ANALÝZA ČASOVÝCH ŘAD

- k hodnocení ekonomických a statistických procesů a jevů
časová řada – uspořádaná řada údajů, které se vzájemně odlišují v čase



- posloupnost údajů

Časové řady dělíme podle různých kritérií:

a) podle času

· intervalové – jednodušší, zahrnuje celý interval – rok (např. ČŘ údajů o výrobě mléka v ČR)
· okamžikové – vztahují se k určitému rozhodnému okamžiku (např. datu), např. ČŘ o počtu obyvatel, počet zvířat
b) podle periodicity

- roční

- krátkodobé – kratší než jeden rok (pololetní, čtvrtletní, měsíční)

- dlouhodobé – delší než jeden rok

c) podle druhů

- původních údajů – zjištěné údaje

- odvozených údajů – př. časová řada relativních hodnot, průměr kumulativních hodnot, klouzavých průměrů
Srovnatelnost údajů v časových řadách
- musí být zajištěná věcná, prostorová a časová srovnatelnost
CHARAKTERISTICKÉ RYSY ČASOVÉ ŘADY

1) trend
- vývojová tendence časové řady (vzestupný x sestupný)



- převládající tendence

2) kolísání
-  odchylky od rovnoměrného vývoje
a)  periodické – pravidelné

b) náhodné - nepravidelný pohyb
c) cyklické - výkyvy v období delší než 1 rok
d)  sezónní – kratší než 1 rok
ELEMENTÁRNÍ CHARAKTERISTIKY ČASOVÝCH ŘAD

· jednoduché veličiny, které slouží k popisu ČŘ

1. průměr ČŘ

a) ČŘ intervalové => aritmetický průměr prostý

b) ČŘ okamžikové => chronologický průměr 
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první absolutní diference
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i = 1,2,…,n
i = součet období
druhá absolutní diference
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průměrný absolutní přírůstek
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tempo růstu  v %
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koeficient přírůstku
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průměrný koeficient růstu (tempo růstu)
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koeficient zrychlení
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Analýza časových řad







Charakteristické rysy průběhu časových řad

· každá čas. řada může obsahovat 3 základní složky

1. trend – dlouhodobý vývoj ukazatele (dlouhodobá vývoj. tendence)

2. periodická složka (kolísání) 
- sezónního charakteru: délka periody je kratší = 1 rok

- cyklického charakteru: délka periody je větší než 1 rok

3. náhodná složka (kolísání)

- náhodné odchylky, které vykazuje čas. řada a které se  nedají předvídat

· podle přítomnosti jednotlivých složek se dělí časové řady:

· neperiodické

· periodické

· stacionární

Analýza časových řad pomocí klasického modelu

· vychází z dekompozice čas. řady – má 4 složky:

· trendovou: ui
· sezónní:
si
· cyklickou:
ci
· náhodnou:
εi (epsilon)

Rozklad může být 2 druhu:

a) aditivní rozklad – každou hodnotu v časové řadě rozložíme na každou složku

	                                     yi =
	y
	+ ui + si + ci + εi


b) multiplikativní rozklad - každou hodnotu v časové řadě rozložíme součiny složky

	                                     yi =
	y
	* ui * si * ci * εi


při řešení se převádí se převádí na aditivní model – zpravidla logaritmickou transformací

	                       log yi =   log
	y
	+ log ui + log si + log ci + log εi


v praxi – kombinace obou modelů

Popis a analýza neperiodických časových řad

· většina časových řad se kterými budeme pracovat jsou neperiodické  čas. řady s trendem

· neperiodické  čas. řady:   – monotónní – vykazují jeden základní směr vývoje v časové řadě (převážně vzestup nebo sestup, jeho rychlost se v průběhu vývoje ukazatele může měnit)

                                               - nemonotónní – opak

Popis trendu v časových řadách

existují 3 možnosti popisu:

a) graficky pomocí osy korelačního pole


Korelační pole určíme podle tvaru

b) mechanicky – pomocí klouzavých průměrů 

Klouz. průměry očisťují čas. řadu od periodického a náhodného kolísání (zůstane pouze trend), ale neumožňují odhady do budoucnosti (minulosti)
Výpočet:

1) z lichého počtu období:

	rok
	yi
	Ad1
	ad2

	1990
	y1
	
	

	1991
	y2
	y1 + y2 +y3
	(y1 + y2 +y3) / 3

	1992
	y3
	y2 + y3 +y4
	(y2 + y3 +y4) / 3

	1993
	y4
	y3 + y4 +y5
	(y3 + y4 +y5) / 3

	1994
	y5
	.
	.

	1995
	y6
	.
	.

	1996
	y7
	.
	.


ad1 -   3-letý klouzavý úhrn

ad2 -   3-letý klouzavý průměr

2) ze sudého počtu období  - úhrny se musí centrovat → centrované klouzavé průměry

	období
	yi
	ad1
	ad2
	ad3

	I-99
	y1
	y1 + y2 +y3+y4
	((y1 + y2 +y3+y4) +  (y1 + y2 +y3+y4)) / 2
	ad2 / 4

	II-97
	y2
	y2 + y3 +y4+y5
	((y2 + y3 +y4+y5) +  (y3 + y4 +y5+y6)) / 2
	ad2 / 4

	III-97
	y3
	y3 + y4 +y5+y6
	.
	.

	IV-97
	y4
	.
	.
	.

	I-98
	y5
	.
	.
	.

	II-98
	y6
	.
	
	

	III-98
	y7
	.
	
	

	IV-98
	
	
	
	

	
	
	
	
	


c) analytické vyrovnání časových řad

· používáme analytických funkcí

· založeno na obdobném principu jako regresní analýza, kde nezávisle proměnnou je čas a závisle proměnnou je ukazatel v čase yi.
Trendová fce

- obdobné funkce jako regresní analýza – přímka, parabola, exopenciála…
Parametry trendové fce zpravidla určujeme (stejně jako u regresních fcí) metodou nejmenších čtverců
a) lineární trend - nejjednodušší

· používáme tam, kde 1. absolutní diference jsou stálé a 2. abs. diference jsou nulové

Tvar trendové fce: 
y‘ = a + b*ti

y'  - vyrovnaná hodnota, údaje čas. řady vypočtené z trendové fce


a   - absolutní člen


b  - regresní koeficient


ti   - časová stupnice ( i = 1,2, … , n) 

Parametry řešíme metodou nejmenších čtverců – musí platit ((yi – y‘i)2 ( min , což vede k soustavě normálních rovnic, na základě nich můžeme hledané parametry získat

Provádíme transformaci – místo ti zavádíme xi, tak aby  (xi = 0

Výpočet:
- maticový počet: bx = (TT T)-1 * TTy

- soustava norm. rovnic:  na + b(ti  = (yi
       a(ti + b(ti2 = (yi ti
podaří-li se nám zvolit hodnoty ti takové, že (ti = 0 ( a = (yi / n  ,  b = (yi ti / (ti2
Volba hodnoty ti:

	
	
	I.
	II.
	III.

	rok
	yi
	ti
	ti
	ti

	90
	
	1
	-2
	-2

	91
	
	2
	-1
	-1

	92
	
	3
	 0
	 1

	93
	
	4
	 1
	 2

	94
	
	5
	 2
	


  I - běžný postup

 II – lichý počet údajů v časové řadě: prostřední prvek = 0 

III – sudý počet údajů v časové řadě: dva prostřední prvky = -1 a 1 

b) parabolický trend

Parabola 2. stupně: 
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Parabola 3. stupně
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Dále postupujeme tak, že dosadíme číselné hodnoty za jednotlivé součty a pak již se dopočítávají jednotlivé parametry (a,b,c,d)

Lze použít i maticový zápis

c) další nelineární trendové fce (aditivní tvar)

- odmocninná fce:
ui = b0 + b1ti + b2  * ODMOCINA(ti2)

- hyperbolická fce:
ui = b0 + (b1 / ti )

- logaritmická fce:
ui = b0 + b1  * log ti 

d) další typy trendových fcí

· logistická trendová fce - při popisu  biologického růstu populací při modelování SaD, vývoje výroby a prodeje výrobků, patří mezi S – křivky

· řetězová fce
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parametr c – průměr empirických koeficientů zrychlení

napíšeme normální rovnici jako pro trendovou přímku   
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Vykazuje-li ČŘ v podstatě konstantní koeficient růstu používáme k jejímu vyrovnání exponenciální křivky

· modifikovaná exponenciální trendová fce

nelineární trendová fce (multiplikativní tvar)

- exponenciální fce: 
ui = b0 * b1ti  => log ui   = log b0 + ti log b1



ui = b0 * tib1  => log ui   = log b0 + b1log ti
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· parametry dostaneme od logaritmováním

Výběr vhodné trendové fce

1) věcné posouzení hodnotového jevu

2) vizuální výběr vhodné trendové fce pomocí grafů

3) pomocí indexu korelace nebo indexu determinace

4) pomocí elementárních charakteristik časových řad

Index korelace

[image: image336.wmf]2

2

'

y

y

s

s

I

=



[image: image337.wmf]2

2

2

y

n

y

s

i

y

-

=

å



[image: image338.wmf]2

2

2

'

e

s

s

s

y

y

-

=




[image: image339.wmf]n

s

i

å

=

2

2

e

e

 

[image: image340.wmf]'

i

i

i

y

y

-

=

e


· nabývá hodnot <0,1>

· čím více se blíží 1, tím více se přimyká skutečným hodnotám
Zásada:

· odhady se provádí maximálně na 5 období dopředu, dále by byly nepřesné

a) bodové předpovědi – jediná hodnota, která vznikne prostým dosazením časového údaje

b) intervalové předpovědi 
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Náhodné kolísání
a) průměrná odchylka ČŘ bez trendů
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b) ČŘ s trendem odchylky kolem hodnot trendové funkce
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Zkoumání periodických výkyvů v ČŘ
· dlouhodobé ČŘ – periodické cyklické výkyvy

· krátkodobé ČŘ – periodické sezónní výkyvy
Elementární

Sezónní indexy

ČŘ – výkyvy během roku

· velikost sezónních výkyvů počítáme tak, že porovnáme skutečné hodnoty s hodnotami, které  jsou nějakým způsobem očištěny od sezónních výkyvů
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Průměrný sezónní index
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V případě ČŘ s trendem použijeme  hodnoty trendové funkce

ČŘ bez trendů
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- skutečné hodnoty
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- aritmetický průměr ČŘ

Místo hodnot z trendové funkce (y’ij), lze použít hodnot klouzavých průměrů
Hodnoty klouzavých průměrů mají tu výhodu, že jsou očištěny pouze od sezónních vlivů a nahodilé vlivy tam zůstávají

Korelace časových řad
Hodnoty dvou či více ČŘ můžeme navzájem korelovat

Pokud bychom korelovaly původní hodnoty ČŘ => falešná závislost, která vychází z toho, že hodnoty ČŘ mají shodný nebo protichůdný průběh.

Korelujeme odchylky od trendů. Postupujeme v korelaci dvou ČŘ tím způsobem, že nejprve obě dvě ČŘ proložíme vhodnou funkcí a potom stanovíme odchylky od trendů, tyto odchylky korelujeme vhodnou funkcí.

Když se v tomto případě projeví závislost, jedná se o skutečnou korelaci ČŘ. V této souvislosti je nutné věnovat pozornost autokorelaci – korelace po sobě následujících odchylek => pokud se vyskytne existence => použijeme jiné vhodné funkce

Teprve, když ji odstraníme přistoupíme ke korelaci obou ČŘ

INDEXNÍ ANALÝZA

· na pomezí matematické a ekonomické STA

· srovnávání ukazatelů – 2 způsoby:

1) podílem

2) rozdílem

· z různých hledisek

- věcné – př. průměrné příjmy dělníků a zemědělců

- prostorové h. – př. porovnávání zaměstnanosti na Moravě a v Čechách

- časové hl.- př. porovnáváme roky...

poměr 2 hodnot téhož ukazatele se vždy nazývá indexem ať jde o srovnávání z různých hledisek

= zlomek – jmenovatel – základ indexu
- pomocí indexu porovnáváme 1) veličiny – zjištění měřením, vážením

2) odvození charakteristiky – STA charakteristiky – Ø, rozptyly, variační koef., korelační koef, aj.

pravidlo: srovnávat lze pouze takové ukazatele, které jsou obsahově shodně vymezené = když porovnáváme 2 ukazatele z 1 hlediska ze 3 možných, tak ve 2 zbývajících musí být shodné

př. 2 regiony – hledisko prostorové – musí se shodovat časově (př. na 1 rok) a věcně – zaměst.

Dělení ukazatelů

a) extenzitní ukazatelé

b) intenzitní ukazatelé 

ada) jednodušší, charakterizují rozsah, množství, objem, ( jeho extenzitu

- získáváme měřením, vážením

př. sklizeň obilí v urč. farmě, počet pracovníků, množství připravovaných výrobků...

adb) – charakterizují intenzitu jevu

- vyj. úroveň, hladinu jevu

- Ø mzda, Ø ha výnos

- podíl 2 extenzitních ukazatelů, vyjádřitelné ve formě váženého harmonického nebo aritmetického Ø

ada) lze sčítat, shrnovat

z hlediska shrnování

a) stejnorodé

- extenzitní ukazatel když ho lze shrnovat součtem v přirozených měrných jednotkách aby ten součet měl stejný  význam

př. hmotnost nákladu

b) nestejnorodé

- extenzitní př. sklizeň (nelze sčítat tuny řepy a tuny pšenice)

a) stejnorodý intenzitní

sklizeň

ha výnos = ———————

sklizňová plocha

- jestliže jsou oba extenz. ukazatele stejnorodé je i výsledek intenzitní ukazatel ukazatelem stejnorodým

- jestliže je jeden z těchto 2 ukazatelů nestejnorodým je i výsledný ukazatel nestejnorodý
Indexy dělíme na 2 skupiny:

· individuální – indexy stejnorodých ukazatelů

· souhrnné – indexy nestejnorodých ukazatelů

oba můžeme dělit: ( na ukazatele množství – indexy extenzitních ukazatelů

(   na ukazatele úrovně – indexy intenzitních ukazatelů

INDEXY

/
\

INDIVIDUÁLNÍ
SOUHRNNÉ

/
\
                       / \


MNOŽSTVÍ
   ÚROVNĚ
   MNOŽSTVÍ     ÚROVNĚ

Individuální indexy množství

· indexy stejnorodých extenzitních ukazatelů

· nejjednodušší skupina indexů

· období ve kterém srovnáváme = období základů
=  značíme 0

qo – extenzitní ukazatel v období O

po – intenzitní ukazatel v období O

· období které srovnáváme = běžné období
= značíme indexem 1
p1, q1

(q)
 q1
- běžné období

I1/0 = ——

q2
- zákl. obd.

(q)

Ke každému indexu lze konstruovat přírůstek nebo úbytek Δ { I1/o   }= q1 – qo
(q)
Σ q1    Σ sklizeň

I   = ——

1/0
Σ qo    Σ sklízených ploch

(q)

∆{ I     } = Σ q1 – Σ qo
1/0

Individuální indexy úrovně

= indexy stejnorodých intenzitních ukazatelů

př. ha výnos pšenice

(q)    p1
- ha výnos v roce 91

I
= ——
1/0    po
- ha výnos v roce 90

lze také přírůstek a úbytek (rozdíl čitatelů a jmenovatele)

· shrnování pomocí podílu součtů extenzitních ukazatelů

výnosy lze sčítat ale ha výnosy ne

Σ p1q1 

————
(q) 
Σq1
I1/o   = ——————
tento uvedený index je podílem 2 vážených průměrů

Σ po qo
————

Σ qo
· index závisí na velikosti intenzitních ukazatelů, ale závisí i na změně složení extenzitního ukazatele

= Index proměnlivého složení
· ….. k myšlence použití tzv. stálých vah (
Index stálého složení

Σ P1qo
———

Σ qo
Σ p1 qo
I = ————— = ————

Σ po qo
Σ po qo
———

Σ qo
Průměrový tvar v aritm. průměru

Σ p1/po ∙po ∙qo
——————

Σ po qo
Použije v případě, že máme k dispozici individuální indexy v běžném období ustáleno na úrovni období běžného

Σ p1 q1



váhy q1
————

Σ q1
Σp1q1
————— = ————

Σ po q1
Σ po q1
————

q1
průměrový tvar – vážený harmonický průměr

Σp1q1

v případě, že máme k dispozici individuální indexy

———————

p1q1
Σ ——

p1/po
Indexy struktury

Σ poq1
———

Σ q1
1. ————

Σ poqo
———

Σ qo
Σ p1q1
———

Σ q1
2. ————

Σ p1qo
———

Σqo
Σ poqo
Σ p1qo
                        Σp1q1
————       →       —————        →       ————

Σ qo
1. fáze
        Σ qo
2. fáze             Σ q1
· vyjádří, jaký je vliv samotné změny nositele intenzity (plocha, …) na ukazatel intenzitní

1. fáze: mění se ukazatel p\  z období

2. fáze: mění se ukazatel q/ na období

Předpoklad lze i obrátit (napřed se změní q, pak p)

Způsoby rozkladu proměnlivých indexů: (na součin indexů stálého složení a indexů struktury)

Σ p1q1
Σ p1q1
———
———

Σ q1
Σ p1qo        Σ q1
1.
——— = ———— ∙ ————

Σ poqo
Σ poqo        Σ p1qo
———
———

Σ qo
 Σ qo
Σ p1q1
Σ poqo
———
———
Σ q1
Σ p1 q1           Σ q1
2.
——— = ————  • —————

Σ poqo
Σ po qo          Σ poqo
——
———
qo
Σ qo
Souhrnné indexy množství

= indexy nestejnorodých extenzitních ukazatelů. Jejich prostý součet nemá smysl ( jde o ukazatele nesouměřitelné

· např. objem různorodé produkce na farmě

· chceme dosáhnout podmíněné souměřitelnosti (např. vyjádření všech krmiv v kalorické hodnotě)

nejčastěji se jako souměřitel používají ceny (za naturální měrnou jednotku).

Můžeme použít:

1) Ceny zákl. období:

Σ q1Co
Co I 1/o =————
∆ [ I 1/o ]= Σ q1 Co – Σ qo Co
Σ qoCo
průměrový tvar (vážený aritmetický průměr)

q 1
Σ—— qo Co
qo
Co I 1/o  = ——————

Σ qo Co
Průměrový tvar použijeme v případě, že máme k dispozici individuální indexy produkce.

2) Ceny běžného období:

Σ q1 C1
Σ q1 . C1
 (průměrový tvar- vážený harmonický průměr)

C1 I 1/o  = —————
C1 I 1/o = —————— 

Σ qo C1
q1 . C1
Σ ———

Σ q1 C
q1/qo

C I 1/o = ————
Σ qo C

↓

Použití nějakých stálých cen ( nebo cen jako průměru ceny běžného a nákladného období)

Souhrnné indexy úrovně

= indexy nestejnorodých intenzitních ukazatelů (intenzitní ukazatel vzniká jako podíl 2 extenzitních ukazatelů 

        Σ pq

p = ——— )

         Σ q

Je-li alespoň 1 z ukazatelů nestejnorodý, je i výsledné „p“ nestejnorodým ukazatelem ( rozlišujeme 3 typy ukazatelů

1) v čitateli stejnorodý, ve jmenovateli nestejnorodý ukazatel:

· cena za jednotku různých výrobků – lze částečně porovnávat ( patří sem cenové indexy, které mají z index. analýzy největší význam.

■ Laspeyresův cen. index

Σ c1 qo
qo I 1/o  = ————

Σ co qo
Σ c1/co . co qo
Průměrový tvar:  qo I 1/o = —————
Σ co qo
■ Paascheho cen. index
Σ c1 q1
q1 I 1/o= ———

Σ co q1
Σ c1 q1
průměrový tvar:       q1 I1/o = ————

c1. q1
Σ ———

c1/co
· tento index více postihuje dynamiku vývoje, protože se z hlediska množství dostane o období dále

■ Fischerův cen. index
= geometrický průměr obou předcházejících

┌———————

│  Σ c1 qo
Σ c1 q1
 qoq1 I1/o =│  ———  ∙ ———

(  Σ co qo      Σ co q1
- chceme-li vyjádřit odpovídající absolutní přírůstek, vyjádříme jej jako aritmetický průměr přírůstků obou indexů
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lineární funkce – přímka
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nelineární funkce


polynom


3. stupně
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růstová funkce 


– k vyjádření růstu


hospodářských zvířat
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funkce exponenciální
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y´`=b0 – b1x





y´`=b0 + b1x





x





y´`= b0 + b1x – b2x2 + b3x3
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